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1. Einführung 
Was ist Mustererkennung? 

Beispiele – Handschrifterkennung, Fingerabdruckerkennung, Gesichtserkennung(Viola-Jones 
Gesichtserkennung), self-driving cars, Medizin… 

Stichworte – Klassifikation, Boundingboxen, Positiv vs Negativ (Vogelgrippe positiv/negativ) 

Definitionen: 

 

 

Man arbeitet mit Daten aus Bildern, Tabellen, usw.. 
Dann trifft man eine Auswahl (Trainingsset, Testsets…) 
Dann hat man Rohdaten – Anhand dieser soll das Programm dann Muster erkennen 
Die Merkmalsvektoren (eben diese Merkmale in den Rohdaten) 
Die Vektoren gehen an den Klassifikator 
Der Klassifikator macht ein Training mit den Daten, dabei lernt er, was eine Klasse ausmacht 
Manchmal gibt es auch einen Benutzer, der sagt, was die Ground Truth ist 
Schlussendlich bekommt man einen output – Welcher Klasse entsprechen die Daten? 

 



Konstantin Lackner 05.02.2021 

Inhalte: 

 

Klassifikator 

Ein Klassifikator arbeitet mit Vektoren, er weiß gewisse Dinge aus einem Training, bspw. eine 
Unterscheidung zwischen Mensch und Baum. Beim Training wird er oft unterstützt durch User mit 
Ground Truth. 

Arten der Mustererkennung 

1. Statistische – Fokus der VO 
2. Strukturelle 
3. Syntaktische 

 

Es gibt einen overlap zwischen allen, aber syntaktisch und strukturell sind näher beieinander. 

Man unterscheidet verschiedene Arten durch die Musterrepräsentation und die Klassifikation. Die 
Repräsentation ist dabei wie das Muster beschrieben wird und die Klassifikation, wie das Muster 
Klassen zugeordnet wird. 

Statistische ME 

Klassifiziert mittels Merkmalsvektoren. Zu diesen kommt man, indem man bspw. den Farbwert jedes 
Pixels in einen Vektor schreibt. Dann wird mittels statistischer Methoden bestimmt, wie 
wahrscheinlich es ist, dass sich im Bild bspw. ein Baum befindet. 
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Methoden sind bspw. KNN oder das Bayes Theorem. 

Strukturelle ME 

Hier werden Muster durch Graphen und Graph Pyramiden dargestellt. Man repräsentiert sich die 
Farben aus dem vorigen Beispiel also als Graphen mit Beziehungen. Also diesmal vier Knoten und vier 
Kanten, die Kanten zeigen die Nachbarschaftsbeziehungen. 

 

Klassifiziert wird hier bspw. dadurch, dass beim Training Mustergraphen gelernt werden = Wie sieht 
der Mustergraph eines Baums aus? – Dann führt der Klassifikator ein Graph Matching durch und 
schaut sich die Ähnlichkeit der Graphen an. Alternativ gibt es Graph embedding. Man bildet den 
Graphen im Vektorraum ab und macht dann wieder statistische Methoden wie zuvor. 

Syntaktische ME 

Man repräsentiert durch Primitiven und deren Verhältnissen zueinander. Man teilt also in diverse 
Primitiven und schaut sich dann Beziehungen und Verhältnisse an. 

 

Bei der Klassifikation benutzt man Grammatiken. Das sind Regeln, wie man Muster aus Primitiven 
erstellen kann. Jede Klasse von Mustern hat dann ihre eigene gültige Grammatik (bspw. Orange über 
Blau und Blau über Grün für Klasse 1) 
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Anhand derer kann dann klassifiziert werden. 

Design eines Mustererkennungssystems 

 

Beispiel – Hund oder Katze? Tierarzt hat vergessen einzutragen, ob es sich bei seinen Patienten um 
Hund oder Katze handelt. 

Datenerfassung 

Die Daten kommen aus verschiedenen Bereichen – Wirtschaft, Medizin, … 

Man bekommt auch Daten von unterschiedlichen Sensoren - Infrarotkamera, normale Kamera, CT, … 

Außerdem von unterschiedlichen Medien – Radio, Fernsehen, Internet… 

Kurz erwähnt – Big Data generiert viel Möglichkeiten aber auch immensen Aufwand beim 
Durchgehen der Daten. Die Systeme sollten richtig klassifizieren, aber je größer die Daten, desto 
schwieriger wird das Training, schließlich braucht man auch meist eine Ground Truth, was bei so 
vielen Daten ned mehr so easy ist. Wenn es tausende von Klassen gibt und von jeder Klasse braucht 
man viele Muster zum Training, so ist es fast nicht mehr möglich durch einen Nutzer eine GT zu 
definieren. Außerdem sind sich die User (oder Experten, usw.) ned immer einig bezüglich der GT. 

Merkmalsextraktion 

Merkmale sind charakteristische Eigenschaften, mit denen man Klassen unterscheiden kann. 
Beispielsweise gewisse Strukturen in Röntgenbildern. Im Idealfall haben Merkmale Ausprägungen die 
innerhalb der Klasse sehr ähnlich und außerhalb der Klasse sehr unähnlich. Um Äpfel von Birnen zu 
unterscheiden ist bspw. die Farbe nicht immer gut, aber die Form schon. Wenn die Merkmale beider 
Klassen annähernd normalverteilt sind, so sollten die Mittelwerte möglichst weit 
auseinanderliegen und ihre Verteilungen möglichst kaum überlappen. 
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Man unterscheidet Merkmale in quantitative und qualitative Merkmale. 

Quantitative sind die Länge, Fläche, Form, Farbe, Temperatur, … 

Qualitative Merkmale sind ordinal – Noten, Rang… 
Oder nominal – Namen, Geschlecht, Abteilungen… 

Die Extraktion von Merkmalen ist sehr komplex. Beispiele dafür sind: 

Binärregionen (Schwarzweißbilder) – da könnte man Umfang, Fläche, Rundheit, konvexe Hülle, 
Hauptachse … 

 

Für Texturen nimmt man bspw. local binary patterns. Da hat man Grauwertbilder, schaut sich für 
jede 3x3 Nachbarschaft von Pixeln ein local binary pattern an. Stellt das numerisch dar. Um das local 
binary pattern zu ermitteln, betrachtet man die Werte um die Mitte und schaut, ob sie größer, 
kleiner oder gleich dem Wert in der Mitte sind. Gleich resultiert in 1, größer auch in 1 und kleiner in 
0. 

 

Schließlich bekommt man den Binärcode und kann den in das Ergebnisbild eintragen an der Stelle 
des Grauwerts in der Mitte. 
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HOG 

(Histograms of Oriented Gradients) ist ein weiteres Verfahren, dabei werden Gradienten in Bildern 
berechnet. Ein Gradient sagt im Endeffekt nur, wie stark sich Grauwerte lokal ändern und in welche 
Richtung sie das tun. Kombiniert man Gradienten von X und Y Richtung in einem Bild, so kann man 
feststellen, wo sich wahrscheinlich Kanten befinden. Kanten sind wichtige Infos bspw. beim Erkennen 
von Personen. 

 

Das Bild wird in Nachbarschaften zerlegt und pro Zelle wird berechnet, wie häufig eine von 9 
Richtungen vorkommt. Also 180 Grad in 20 Grad Schritte unterteilt. Man findet dann pro Zelle, hier 
die rechts unten, die Häufigkeiten von eben diesen Kanten. 

Vorverarbeitung ist meist notwendig für solche Merkmalsextraktionen. Im obigen Beispiel bspw. ist 
das nötig für die Graubilder. Das Ziel ist dann eine Beschreibung in kompakter Art, mit welcher dann 
eben rechnen kann. 

 

 

Beispiel Tierarzt bisher 

Daten wurden erfasst vom Arzt und seinen AssistentInnen. 

Merkmale sind dabei qualitative wie Geschlecht, Fellfarben, Krankheiten, Impfungen, … 

Quantitative hingegen sind Dinge wie Alter, Gewicht, Schulterhöhe, Körpertemperatur, Pulsfrequenz, 
Blutwerte… 

Die Ground Truth ist dabei Hund bzw. Katze 

 

Merkmalsselektion 

Es gibt viele Merkmale, die man aus Bildern und numerischen Daten bekommt. Man muss aber nicht 
alle verwenden, das Ziel der Merkmalsselektion ist es die Dimensionalität des Merkmalsraums zu 
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reduzieren, Redundanzen zu vermeiden. Man sucht also Merkmale von hoher Güte, die diskriminativ 
sind. 

 

Bei numerischen Merkmalen kann man sowas gut darstellen. Hat man drei Merkmale, so kann man 
diese in einem 3D Raum eintragen. Für jedes Muster hat man einen Punkt im Raum.  

 

Braucht man alle Features? Im Tierarztbeispiel kann man sagen, dass Hunde generell schwerer sind 
als Katzen. Dafür könnte man sich die Verteilung dieses Merkmals ansehen. Also hat man auf X 
Gewichtsstufe und auf Y Häufigkeit. 
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Das Problem hier ist, dass es leichte Hunde und schwere Katzen gibt. Also reicht das Merkmal wohl 
nicht aus, um die Tiere zu klassifizieren. Am besten wäre aber wenn man ein einziges Merkmal hat, 
um Tiere zu klassifizieren. Katzen haben normalerweise eine höhere als Hunde. 

 

Hier wird übrigens jeweils Stufen gesagt, weil stetige Merkmale auf diskrete gemappt werden.  

Auch hier sehen wir einen starken overlap. Meistens braucht man mindestens zwei Merkmale oder 
sogar sehr viele. Diese müssen aber gut ausgewählt werden. Viele unnötige Merkmale sind oft 
schlechter als ein einziges gutes. 

Klassifiziert man nun mit Gewicht und Temperatur, so hat man (normalisiert) folgendes Bild: 

 

Jedes Tier ist hier als Punkt eingeteilt. Man kann hier wohl relativ gut trennen. 

Modellauswahl 

Auch das ist nicht einfach. Einerseits hat man sich für Merkmale entschieden, aber andererseits 
braucht man auch ein Modell, das sagt welche Klasse etwas ist anhand von diesen Merkmalswerten. 
man will: 
Den Fehler minimieren (= Muster sollen möglichst fehlerfrei klassifiziert werden) 
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Der Klassifikator soll eine hohe Generalisierungsfähigkeit behalten (Nicht zu stark auf Trainingsdaten 
zugeschnitten, man muss auch neue Daten klassifizieren können) 

Wenn man sich für ein lineares Modell entscheidet, um Hund und Katze zu unterscheiden, kann der 
Klassifikator nicht einmal die Trainingsdaten genau unterscheiden: 

 

Das Modell ist zu einfach, es ist ein underfitting. 

Man kann auch ein sehr komplexes Modell wählen, damit kann man die Trainingsdaten sehr genau 
klassifizieren. 

 

Hier hat man aber nur schlechte Generalisierungsfähigkeit. Man spricht von Overfitting. Würde eine 
Katze neben dem Ausreißerhund kommen, so wäre sie laut System auch ein Hund. 

Man muss also ein Modell mittlerer Komplexität nehmen. 
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Hier wird das Trainingsset nicht 100% richtig erkannt, das ist aber auch nicht das Ziel. Ziel ist es viel 
eher, dass man eben ein generell funktionierendes System schafft. 

Training des Klassifikators 

Man hat sich für ein Modell entschieden und das Modell hat Parameter. Mit Hilfe der Trainingsdaten 
werden diese Parameter eingestellt, damit dann Testdaten richtig klassifiziert werden. Man spricht 
hier von Learning. Es gibt zwei Arten: 

 

zusätzlich gibt es Mischformen – Reinforcement Learning oder Semi-Supervised Learning… 

Im Tierarztbeispiel arbeitet man mit supervised learning. Der Arzt nimmt sich einen Teil der 
Patientendaten her, bestimmt eine GT. Das Trainingsset besteht dann aus 20 hunden und 20 Katzen 
mit fixer Einteilung. 

Evaluierung 

Passiert eigl. nicht nur am Ende sondern ständig. Im Designprozess bspw. wird evaluiert: 

 

Wenn man mit der Evaluierung für das System fertig ist, kommt man zum Testset. Mit diesem 
werden neue Daten klassifiziert. 

Random Things 

Es gibt challenges und große libraries wie bspw. IMAGENET. Ka, ob das relevant ist. (eher nicht) 

Einfache Beispiele 

Weit von der Realität entfernt. 
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Bei der Datenerfassung und Vorverarbeitung werden die einzelnen Objekte getrennt. Man macht ein 
connected component labeling. Man weiß also welche Bereiche Objekte sind. 

 

Dann wird im Merkmalsextraktion und Merkmalsselektionsschritt Merkmale bestimmt. In diesem Fall 
die Fläche. 

 

Bei der Modellauswahl wird dann ein gewisse Threshold gewählt, wo die Muttern links und die 
Schrauben rechts vom Threshold sind. 
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Schlussendlich wird bei der Evaluierung gezeigt, dass das System, zumindest für das Trainingsset, 
sehr gut funktioniert. 

Beispiel 2: 

  

Hier beliebige Größe, Skalierung und Rotierung. 

 

Bei der Datenerfassung wird wieder eingeteilt, was eine zusammenhängende Region ist. 
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Dann wird ein Merkmal gesucht. Man findet drei Merkmale. Diese waren einfach die bestgeeigneten. 
Man musste dafür viele andere probieren und herumsuchen. 

 

Man wählt dann bei der Modellauswahl und beim Training einen Entscheidungsbaum. Man hat damit 
hier 5 Buchstaben unterschieden. 

 

Schließlich eine kleine Klassifizierung. 
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1.1 Wiederholung lineare Algebra 
Eine Matrix ist ein 2D Array von Zahlen. Man gibt normalerweise zuerst Zeilenzahl dann Spaltenzahl 
an. Also eine 2x4 Matrix hat zwei Zeilen und 4 Spalten. 

Elemente in Matrix werden adressiert mit Indices i und j 

A31 =  

Vektoren hingegen sind Matrizen mit n-Zeilen aber nur einer Spalte. Index ist damit nur i. 

Vektoren werden mit Variablen die klein geschrieben werden bezeichnet, Matrizen mit 
Großbuchstaben. 

Addition von Matrizen: 

 

Wenn man verschiedengroße Matrizen addieren will, geht das nicht. 

 

Multiplikation mit Skalar 

 

Division 
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Kombination -> Punkt vor Strich 

 

Matrix mal Vektor 

 

1x1 + 2x2 = 5 

Allgemein Matrix x Vektor 

 

Vektor x muss so viele Zeilen haben, wie Matrix A Spalten! 

Beispiel 
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Matrix mal Matrix 

Gleich wie beim Vektor, nur gibt es halt diesmal mehrere Spalten im Ergebnis. 

 

Allgemein 

 

Auch hier gilt dann, dass natürlich die Spaltenzahl der ersten Matrix der Zeilenzahl der zweiten 
entsprechen muss. 

Kommutativität gilt nicht! AxB != BxA 

 

Die Einheitsmatrix ist folgende: 

 

Wenn man mit der Multipliziert, kommt immer dasselbe wieder raus. Kommutativität gilt dabei. AxI = 
IxA = A. 
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Determinante 

Wird gebraucht um lineare Gleichungssysteme zu lösen. Ist die Determinante der Koeffizientenmatrix 
ungleich null, so ist das Gleichungssystem lösbar. Außerdem hat eine Quadratische Matrix ein 
Inverses, wenn ihre Determinante ungleich null ist. Die Determinante wird berechnet wie folgt: 

 

Inverse 

Die Inverse einer Matrix A ist A^-1 wird berechnet wie folgt: 

 

1/Determinante mal Matrix verdreht. 

Wenn man eine Inverse hat, gilt A x Inverse(A) = Inverse x A = I (also die Einheitsmatrix) 

 

Transponierte einer Matrix 

A^T ist die Transponierte, dafür werden einfach die Zeilen mit den Spalten getauscht. 

 

Ist A nxm, so ist B mxn -> Bij = Aji 

 

Skalarprodukt 

Ist eine Zahl die berechnet wird aus der Elementweisen Multiplikation zweier Vektoren. Man nimmt 
von einem der Vektoren die Transponierte. 



Konstantin Lackner 05.02.2021 

 

ist das Skalarprodukt größer als 0, so zeigen die Vektoren in ähnliche Richtung, ist es gleich null, sind 
sie normal aufeinander, bei kleiner null schauen sie in gegengesetzte Richtung. 
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2. Modelle und Merkmale 
Inhalt 

 

Modelle 

Ein Modell ist eine mathematische oder algorithmische Struktur. Ein Modell kann ein 

Regressor sein -> Liefert aus einem Merkmalsvektor einen konkreten Wert. 

Klassifikator sein -> Merkmalsvektor liefert eine konkrete Klasse. 

 

Regression sagt „welche Temperatur?“ -> 84 Grad Fahrenheit 

Klassifikation sagt lediglich „kalt oder heiß?“ -> Heiß 

Bei Regression bekommt man eine quantitative Ausgabe, das Ergebnis kann unendlich viele 
verschiedene Werte annehmen und die Regression gibt eine Schätzung des quantitativen Werts. 

Bei Klassifikationen geht es um qualitative Ausgaben, man schätzt eine Klasseneinteilung. 

Klassifikatoren liefern qualitative Ausgaben, eben bspw. „Hund/Katze“. Diese werden aber oft durch 
numerische Codes bzw. KlassenIds repräsentiert. Hund = 0, Katze = 1, bzw. Hund = success, Katze = 
failure. Diese Codes bezeichnet man auch als Targets. 
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Neben Codes und KlassenIds liefern Klassifikatoren auch Scores und Wahrscheinlichkeiten. Scores 
berechnen nur eine Nummer pro Klasse, die größere gewinnt. Die Wahrscheinlichkeiten sind dabei 
dann einfach andere mögliche Ausgaben eines Klassifikators. Also die Wahrscheinlichkeit, dass es 
sich bspw. um Hund oder Katze handelt. 

 

Aus den Wahrscheinlichkeiten lassen sich das eindeutige KlassenIds zuteilen, bzw. manchmal eben 
nicht. da wird dann oft eine reject option verwendet. Der Klassifikator sagt also „ich kann das ned, 
mach du das, Experte“ und gibt es eben zurück. 

 

Merkmale 

Merkmale sind Beschreibungen für Muster in Bildern, das Aussehen von Mustern. Eine Möglichkeit 
dafür sind Templates. Das sind Ausschnitte aus einem Bild, die das relevante Merkmal beinhalten. 

 

Der Merkmalsvektor hat dann Dimensionen abhängig von Zeilen, Spalten und Farbkanälen des 
Templates. Eine effizientere Art das zu beschreiben wäre das Aussehen mit Hilfe eines Histogramms 
zu beschreiben, statt mit einem Template. 
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Man macht also ein Histogramm für jeden Farbkanal mit jeweils 16bins für jede Farbe. Damit hat 
man nur noch zwei Dimensionen. 

Mit Hilfe von geometrischen Eigenschaften lassen sich ebenso Bilder beschreiben. 

 

Ein Merkmalsvektor hat immer eine gewisse Anzahl an Dimensionen. Viele Beispiele der VO sind in 
R1 und R2. oft sind das aber in der Realität viel höhere Dimensionen. 

Gute Merkmale sind diskriminierend und einfach zu berechnen. Wenn mehrere Merkmale 
kombiniert werden, sollen diese sehr verschiedene Informationen beinhalten, man sollte 
Redundanz vermeiden. Die Merkmale sollen nicht stark korreliert sein. Viele Merkmale enthalten 
nicht zwingend mehr Infor als wenige gut ausgewählte. 

Generell neigt man dazu die Anzahl der Merkmale zu erhöhen, wenn das Ergebnis nicht passt. Das ist 
aber nicht immer gut. Eine höhere Dimensionalität (Weil eben mehr Merkmale) bedeutet nämlich 
dass das Problem komplexer wird. Oft ist eben das Austuaschen sinnvoller. 

Beim Training will man herausfinden, wie die Merkmale in den einzelnen Klassen ausgeprägt sind 
und wo die Gemeinsamkeiten sind. Dafür muss das Trainingsset pro Klasse groß genug sein, damit 
man möglichst viele Beispiele für die Ausprägung diverser Merkmale hat. Dabei gilt eine einfache 
Regel: 
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Fluch der Dimensionalität 

Man hat einen Datensatz bei dem es um das Verhältnis von Öl, Wasser und Gas mit Hilfe von 
Gammastrahlen geht. 

 

Es gibt drei Klassen, nämlich Stratifies, Annular und Homogenous. 

 

Man unterteilt den Merkmalsraum in gleichgroße Zellen. 

 

Man schaut einfach wo welche Klasse am häufigsten war. Diese einfache Lösung hat ein paar 
Probleme. 

Einerseits -> Wenn man die Dimensionalität erhöht, nämlich in R3 gehen würde, hätte man statt den 
bisher 16 Zellen nur noch 64. In R12 wären das schon 16.777.216 Zellen. Die Anzahl der Zellen wächst 
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exponentiell mit der Dimension des Merkmalsraums. Dabei wird es aber schnell sehr schwer, dass 
überhaupt alle Zellen mit Trainingsdaten befüllt sind, damit man auch allen Zellen eine Klasse 
zuordnen kann. 

 

Definition für den curse of dimensionality 

 

 

Merkmalsselektion 

Man sollte so wählen, dass der Abstand zwischen den unterschiedlichen Klasse, also den 
Mittelwerten der unterschiedlichen Klassen, möglichst groß ist und die Varianz innerhalb der Klasse 
möglichst klein. 
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Man will also aus einer großen Menge von Merkmalen nur eine kleine Teilmenge haben. Man könnte 
jedes Merkmal ansehen und individuell entscheiden. Oder aber man nimmt Merkmalsvektoren her, 
diese bestehen aus verschiedenen Merkmalen und entscheidet dann für diese. 

Dabei muss man die Trennbarkeit betrachten, also müssen die Merkmale gut trennbar sein. Man 
kann danach auch auf die Performance schauen. 

ROC – Receiver Operating Characteristics 

Wenn man einzelne Merkmale betrachtet, kann man die ROC betrachten, damit quantifiziert man die 
Überlappung der Merkmale für einzelne Klassen. 

 

Man hat hier das Merkmal w2 nach unten geklappt. Die Fehlerwahrscheinlichkeit für Klasse 1 ist hier 
Alpha, die für Klasse 2 ist Beta. Weil das eben die Überlappung ist. Wenn man diesen Schwellwert jz 
über die ganze Achse anschaut, bekommt man für alpha und beta verschiedene Werte. 

 

Wäre die Überlappung vollständig, hätte man die rote Diagonale. Je weiter die Klassen voneinander 
weg, desto weiter drüben ist die Linie. Die Fläche zwischen Diagonale und Strich gibt uns also die 
Güte an. Je größer die Fläche, desto besser. Wenn es gar keine Überlappung gäbe, wäre die Fläche 
das ganze Dreieck. 

Ein anderes Entscheidungskriterium ist  

FDR – Fisher’s discriminant ratio 

Dabei berechnet man die Differenz der Mittelwerte zum Quadrat durch die Summe der Varianzen 
der beiden Klassen. 
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Je größer der FDR, desto besser (weil eben Mittelwerte weit entfernt und Varianz klein). 

Auswahlprozess für Merkmalsvektoren 

Klassifikatoren arbeiten aber oft mit Merkmalsvektoren. Das wird dann gemacht, indem man für alle 
Merkmale m bspw. die FDR berechnet. Hat man diese berechnet, dann werden die Vektoren 
absteigend oder aufsteigend sortiert. dann wählt man einfach die l besten aus. l ist dabei die Länge 
des Merkmalvektors, die gewünscht ist. Die Länge ist dabei nicht leicht zu bestimmen. Manchmal 
gibt es dafür Vorgaben bzgl. Dimensionalität. 

Man kann aber oft nicht alle möglichen Permutationen von allen Merkmalen testen. Die Lösung ist 
dass man den Prozess approximiert. Man garantiert nicht die ideale Teilmenge, aber eine gute. 

Das geht bspw. mit Sequential Backward Selection. 

 

Das T dabei zeigt nur, dass zwischen Spalten- und Zeilenvektor getauscht wurde. 
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Alternativ gibt es auch Sequential Forward Selection 

 

 

Hat man 20 Merkmale, kann man sich im Vorhinein berechnen, wie viele Merkmale für Back bzw. 
Forward berechnet werden müssen. 
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Sucht man bspw. einen Merkmalsvektor der Länge 5, wäre Forward deutlich besser, bei Länge 18 
hingegen Backward. Bei 10 is es blunzen. 

 

Merkmalsreduktion – PCA 

Hier wird die Dimensionalität des Merkmalsraums nicht durch Auswählen von Merkmalen sondern 
durch geschicktes Kombinieren verringert. PCA – Principal Component Analysis erzeugt unkorrelierte 
Merkmale. ICA steht für independent… Hier wären es sogar unabhängige Merkmale. 

Wir fokussieren uns auf PCA. 

Dabei werden die vorhandenen Merkmale transformiert. Man will die relevante Information für den 
Klassifikator finden und in weniger Merkmalen ausdrücken. Dabei wird redundante Info 
weggestrichen und die Dimensionalität verringert. 

Beispiel: 

 

Man hat 10 Punkte, das sind Testdaten. In Richtung der blauen Achse variieren die Trainingsdaten am 
meisten. Die orange Achse beschreibt den Abstand der Daten von der blauen Achse. Bei PCA geht 
man davon aus, dass die große Varianz wichtiger ist. Man könnte also die weniger relevante Info 
streichen und bekommt: 

 

Damit wird die Dimension reduziert. Die Nebenachse wurde entfernt. 

PCA ist eine lineare Transformation. Man nimmt den ursprünglichen Merkmalsvektor x, der besteht 
aus der Multiplikation der linearen Transformationsmatrix U mit dem linearen Merkmalsvektor y. 
Invertiert man das, bekommt man y = U^T mal x. 
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Ich bin ausgestiegen, aber es geht hier wohl um ortho-normale Transformation. Wenn nämlich U 
ortho-normal ist, dann ist die Inverse gleich dem Transformierten und dann lässt sich die 
Transformation invertieren und damit ist es eine lineare Transformation oder so. 

Das Ziel einer linearen Transformation ist es die Transformationsmatrix U zu finden, die den 
Merkmalsvektor x aus R^d auf y aus R^d‘ reduziert, wobei d‘ < d. Also eine kleinere Dimensionalität. 

Die linearen Transformationen können hoch-dimensionale Merkmalsvektoren in Merkmalsräume mit 
niedrigerer Dimensionalität projizieren. Vorteil ist, dass man die Komplexität verringert und damit 
Schätzungen und Klassifikation leichter werden und es ermöglicht die Visualisierung von 
hochdimensionalen Merkmalsvektoren. 
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Hauptkomponentenanalyse 

Heißt Englisch „Principal Component Analysis“ = PCA 

Diese Transformation ist eine Möglichkeit eine reduzierte Basis U zu finden. Statt p Vektoren wie 
vorher sucht man also nach einer Matrix, die nur m Spalten hat. Wobei m weniger als p ist. (am 
besten deutlich weniger). Man will also wie vorher mit mehreren Vektoren darstellen nur diesmal 
statt mit mehreren Vektoren mit einer einzigen Matrix, die wiederrum viel weniger Spalten hat, als 
vorher Vektoren gebraucht wurden. Der Rekonstruktionsfehler wird dabei natürlich von ehemals 0 
etwas größer, aber er soll möglichst klein bleiben. 

 

Das geht, indem die PCA aus den Trainingsdaten eine Kovarianzmatrix (Kovarianz = ein Maß für den 
linearen Zusammenhang zweier Variablen – eine Kovarianzmatrix ist dann einfache eine Matrix, die 
die Kovarianz jeder ihrer Variablen zueinander abbildet. Die variablen sind dabei in der Diagonale, die 
Varianzen überall anders) macht sucht dann die Eigenvektoren (Ein Eigenvektor ist ein Vektor mit 
dem man mit einer Matrix multiplizieren kann, sprich ihn transformieren kann, ohne, dass dieser seine 
Richtung ändert. Er ändert stattdessen nur seine Länge, diese wird dann Eigenwert genannt und mit 
Lambda bezeichnet.) der Kovarianzmatrix Ui mit den m größten Eigenwerten Lambda i heraus. Diese 
Eigenvektoren sind dann die Spalten der reduzierten Basis. 

 

 

Eigenvektoren dürfen aber keine Nullvektoren sein. 

https://simple.wikipedia.org/wiki/Eigenvalues_and_eigenvectors 

https://simple.wikipedia.org/wiki/Eigenvalues_and_eigenvectors
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Der Eigenvektor mit dem größten Eigenwert liegt geometrisch gesehen entlang der Hauptachse der 
Trainingsdaten. 

Beispiel: 

Hat man die Matrix A: 

 

Was sind dann die Eigenvektoren und Eigenwerte von A? Also welche Vektoren werden durch diese 
Matrix zu einem Vielfachen von sich selbst? Die Eigenvektoren sind (0,1) und (1,0). 

  

Da sieht man, dass die Vektoren Vielfache voneinander sind, aber eben parallel. 

Die Eigenwerte sind damit 2 und -3, denn der eine wurde um das zweifache größer, der andere um 
das -3 fache. 
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Zurück zur Merkmalsreduktion… 

Anhand eines Beispiels. 

 

Man hat zwei Merkmale x1 und x2, der orange Punkt ist der Mittelwert bzw. Mittelwertvektor der 
Daten. 

 

Das k in den Differnezvektoren ist ein Index und beschreibt 1 – 10 den jeweiligen Punkt im Set. Es 
wird also wirklich einfach der Mittelwertvektor von jedem Punkt abgezogen. Die Kovarianzmatrix ist 
dann einfach das Multiplizieren aller Differenzvektoren mal Transponierte und rechnet das mit dem 
Faktor 1/9. 

Man bekommt dann diese Ergebnisse: 
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Um die Eigenwerte zu berechnen, braucht man die Determinante von der Kovarainzmatrix minus 
Lambda mal der Einheitsmatrix. Das Ergebnis ist 0. Das bedeutet, dass es keine eindeutige Lösung für 
das Gleichungssystem gibt. Lambda ist hier schon das Ergebnis und unbekannt. Man bekommt dann 
ein Polynom zweiten Grades und kann diese mit der Lösungsformel finden (Nullstellen des Polynoms) 

 

Hat man dann die Eigenwerte, kann man die Eigenvektoren suchen. 

 

Man hat also die Kovarianzmatrix, multipliziert die mit dem Vektor und das Ergebnis ist ein Vielfaches 
des Vektors. Um das zu einem Gleichungssystem machen zu können, muss man noch die 
Einheitsmatrix reinnehmen. Das verändert das Ergebnis nicht, aber dadurch bekommt man eben das 
letzte Stückerl: 

 

 

Hier muss man also schauen, wie man auf diese Zahlen kommt. Das ist ein simples Gleichungssystem. 
man erhält: 
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Das ist bereits normalisiert. Die Länge ist nämlich komplett egal, es geht um die Richtung, denn, wie 
zuvor gesagt, der Eigenvektor zeigt in die Richtung der größten Änderung. Das ist eben die blaue 
Achse die wir zuerst hatten. Der zweite Eigenvektor ist dann die orange Achse. 

 

Die größte Varianz geht also in Richtung des Haupteigenvektors. 

Die Koeffizienten für die Rekonstruktion kann man berechnen, indem man es elementweise macht. 
das wäre einfach das Skalar des zugehörigen Eigenvektors mal dem Vektor, oder man macht das so 
wie vorher beschreiben (diese Umformung wenn die Basis orthonormal ist) 

 

Man kann dann schließlich xk als Summe linearer Kombinationen anschreiben. Da hat man noch 
keinen Verlust, weil das eben noch keine Reduktion ist. 

 

Zurück zum Beispiel. 

Die Eigenvektoren sind jetzt die Spalten der Basis U. 
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Wenn man also für den Koeffizienten für x1 (dieser heißt y1) das Ergebnis da oben. 

Für alle Koeffizienten bekommt man dann: 

 

Zuletzt kommt jetzt die Reduktion. Man nimmt einfach den Eigenvektor mit dem niedrigeren 
Eigenwert aus der Basis heraus, also bleibt nur der Eigenvektor mit dem höheren (der 
Haupteigenvektor). Das ist eben der, der in Richtung der größten Varianz zeigt. Wenn man dann mit 
dem rekonstruiert, hat man einen neuen Koeffizienten, der nur noch ein Wert ist, nicht mehr zwei. 
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Wenn man jetzt invertiert, um die Transformation rückgängig zu machen, dann kann man das weil es 
sich um eine orthonormale Basis handelt das anders anschreiben und bekommt: 

 

Also ist x = Basis mal Koeffizientenvektor. 

damit lassen sich ein paar Koeffizienten ermitteln. 
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Die Rekonstruktion der Daten ergibt sich dann aus U mal y und dadurch bekommt man dann einen 
Wert für alle x, wobei der Unterschied von allen x zu ihren alten x (eben ohne Reduktion) dabei dann 
der Rekonstruktionsfehler ist. 

 

Das ist das Ergebnis mit der Rekonstruktion. 

Rechenbeispiel: (Kann auch zur Prüfung kommen…) 
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man fängt also an damit die Eigenwerte zu finden. Das macht man mit der charakteristischen 
Gleichung. Da bekommt man ein Polynom zweiten Grades man bekommt mittel pQ Lösungformel 
zwei Werte. Also die Eigenwerte. 

 

Für die Eigenvektoren muss man dann wieder die Formel von oben verwenden und die Zahlen aus 
dem Beispiel einsetzen. 

Bei so einfachen Rechnungen mit 2x2 Matrix, kann man einen Trick für die Eigenvektoren benutzen. 
Und zwar: 

 

nämlich sieht man, dass das Skalarprodukt von (-2,8) und (ux, uy) 0 ergibt. Wann ergibt das 
Skalarprodukt 0? Wenn die Vektoren normal aufeinander sind. Das erreicht man indem man die 
Zahlen vertauscht und ein Vorzeichen ändert. 
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Wie lang der Vektor ist, ist egal, könnte auch (4/1) sein. Es geht nur um die Richtung. 

Ebenso für den zweiten Eigenvektor. 

 

Der Trick nochmal grafisch erklärt: 
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Gesichtserkennung mittels PCA 

Gesichter aus Bildern sind 2D, man muss sie also in 1D Merkmalsvektoren umwandeln. Dazu schreibt 
man die Bilder Zeile für Zeile um. 

 

Jede Zeile wird zu einem Vektor. 

 

Eigenfaces sind auch nur Eigenvektoren, aber man kann sie wieder zu einem Bild zurückführen und 
dann schauen sie so aus. Das erste Eigenface in der Liste ist das mit den wichtigsten Informationen, 
dem höchsten Eigenwert. 
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Ablauf 

 

Man schaut sich die Koeffizienten an und vergleicht, ob diese ähnlich genug (mittels Threshold) jenen 
aus der Datenbank sind. Wenn das gegeben ist, kennt man das Gesicht und die Person wird 
identifiziert. 

Man muss sich natürlich nicht auf Gesichter beschränken, man kann auch Eigenobjects machen und 
diese mittels PCA suchen. (Hatten wir auch in der UE) 

Bzgl. Rekonstruktion, ist das Bild beim Rekonstruieren mit einer reduzierten Basis natürlich nicht 
perfekt. 

 

Dieses Bild gab es auch im Trainingsdatensatz. Wenn man aber nun ein Objekt rekonstruiert, das so 
gar nicht im Trainingsset war, erhält man folgendes Ergebnis: 
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Skalierung von Merkmalen 

Angenommen man hat zwei Merkmale 1 und 2. Man würde hier meinen, dass Merkmal 1 nicht sehr 
wichtig ist: 

 

Sieht man sich aber eine andere Skalierung an, sieht das anders aus: 

 

Eine Lösung dafür ist die Merkmale zu skalieren. Man skaliert Merkmal 1 und 2 so, dass ihre Werte 
zwischen 0 und 1 liegen. Damit sieht man dann, dass beide Merkmale relevant sind. 

 

Mit PCA ist das auch sehr relevant. Links abgebildet ein PCA Ergebnis ohne Skalierung, rechts mit 
vorheriger Skalierung: 
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Skalierung ist auch für den Klassifikator wichtig, weil man will, dass jedes Merkmal den gleichen 
Einfluss auf die Entscheidung haben kann. Die Skalierung soll nicht über die Entscheidungskraft 
eines Merkmals entscheiden. Wenn man Distanzen misst, beispielsweise bei kNN oder auch 
Clustering, ist es sowieso sehr wichtig zu skalieren. Außerdem bietet Skalierung numerische 
Stabilität. 

Skalierung und Normalisierung sind hier gleichbedeutend. 

min-max Skalierung 

Man sucht für jedes Merkmal im Datensatz, was das Minimum ist. Außerdem sucht man das 
Maximum. Man dividiert dann jedes Merkmal im Datensatz, rechnet es minus das Minimum und 
dividiert durch das Maximum minus das Minimum. Damit mappt man auf 0 und 1. 

 

Standardisierung 

Hierbei würde man aus den Trainingsdaten den Mittelwert und die Standardabweichung ermitteln 
und subtrahiert dann für jedes Merkmal den Mittelwert und dividiert durch die Standardabweichung. 
Damit ist der Mittelwert der neuen Daten dann 0 und die Standardabweichung ist dann 1. 
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Das erste Subtrahieren macht zero-centred Data aus den Werten, das Normalisieren passiert durch 
die Division. 
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3. kNN, DT und Evaluierung 
Das sind Klassifikatoren (kNN und DT), schließlich schauen wir uns noch das Ende der Pipeline an. 

kNN 

Hier geht es um den nächstliegenden Nachbarn. 

 

Schaut man sich einen Nachbarn an, wird das Ding hier eine Katze. Formell: 

 

NN Klassifikatoren werden nicht trainiert, sie arbeiten einfach mit den Prototypen (eben den ground 
truth Werten der bestehenden Daten) 

Voronoi Diagramm – Exkurs, I guess? 

 

Fasst man alle grauen Regionen zusammen, erhält man die Entscheidungsregionen für die rote 
Klasse. Fällt etwas an die Grenze zweier Felder, so wird je nach Anwendung anders klassifiziert. 
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Manchmal ist es schlimmer fehlerhaft rot zu machen als fehlerhaft blau, dann würde eher blau 
genommen und vice versa. 

Messung von Nähe 

Man misst Nähe mit Metriken bzw. Distanzfunktionen. Für diese müssen Eigenschaften gelten: 

 

1. Die Distanz von a nach b ist größer als 0 und nur dann 0 wenn a == b 

2. Abstand a nach b == b nach a 

3. Distanz von a nach b plus b nach c muss größergleich a nach c sein. 

Euklidische Distanz 

Man rechnet die Differenz aller Merkmalsvektoren der Punkte x und y und summiert diese auf. Dann 
quadriert man diese und zieht die Wurzel (Normalisierung). 

 

Manhattan Distanz 

Hier bildet man die Differenzen zwischen allen Merkmalsvektoren und summiert ihre Absolutbeträge 
auf. Es ist im Endeffekt also eine achsenparallele Bewegung durch den Merkmalsraum. 
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Die Art der Distanzfunktion hat Einfluss auf Voronoidiagramme. 

 

kNN 

Bei kNN nimmt man jetzt die k nächsten Nachbarn. (no na ned) 

 

Hier sieht man, dass bspw. bei k=18 ja gleichviele Punkte aus beiden Klassen da sind. Auch hier muss 
man wieder darüber entscheiden, welche Fehlklassifikation besser oder schlechter ist. Deswegen 
bestimmt man k meist ungerade. 

Nimmt man für die Distanz eine L1, also Manhattan Distanz, nimmt man keine konzentrischen Kreise, 
sondern Quadrate. 
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Allgemein: 

 

Eigenschaften: 

1. kNN ist nicht parametrisch, man kann also keine Parameter anpassen, es gibt kein Training in dem 
Sinne. 

2. Der Aufwand wächst linear mit Anzahl der Trainingsdaten (Referenzmenge hier) 

3. Der Speicheraufwand wächst ebenso linear mit der Anzahl der Trainingsdaten. 

4. Die Laufzeit lässt sich auf log N reduzieren, wenn man zuerst einen k-d tree macht, die 
Vorbereitung dafür ist allerdings wieder N log N. 

 

Entscheidungsbäume 

Mit Entscheidungsbäumen kann man Muster klassifizieren, die nicht numerische Merkmale haben. 
Nämlich nominelle. Man hat damit eine intuitive Klassifikation, man stellt quasi eine Reihe an Fragen. 
Die Antworten können entweder true/false, ja/nein, oder konkrete Ausprägungen sein. 

Der Merkmalsraum ist diesmal nicht nur einer, der, wie bei kNN, mit reellen Zahlen gefüllt ist. 

 

Beim Hund/Katze Beispiel gäbe es jz bspw. das Merkmal „orange“ für das Fell. 

Beispiel für Obst: 
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Vorteile sind, dass sie einfach zu interpretieren sind. Außerdem gibt es eben logische Strukturen. 
Außerdem kann man die Klasse selbst interpretieren. Die Klassifikation ist meist sehr schnell, aber das 
Bauen des Baumes ist meist eher lang. 

Schwächen sind, dass sie mit Problemen der realen Welt meist nicht gut zurecht kommen. Außerdem 
können sie je nach Trainingsdatensatz sehr groß und tief, also sehr komplex werden und dann kann 
man sie erst nicht interpretieren. Außerdem neigen sie oft dazu eine schlechte 
Generalisierungsfähigkeit zu haben. 

Erstellen von Entscheidungsbäumen 

Man benutzt supervised learning. Also die Trainingsdaten haben labels. Man hat eine Menge von 
Eigenschaften und Fragen, die Kandidaten für die Knoten sind. Die Trainingsdaten werden in immer 
kleiner werdende Untermengen unterteilt. Jede Frage teilt in 2 oder mehr Untermengen auf. Im 
Idealfall ist es so, dass die Untermenge in den Blättern „rein“ ist, also man für ein Blatt eine 
eindeutige Klasse zuweisen kann. Das trifft nach dem Wurzelknoten natürlich meist noch nicht zu. 
Man muss sich also immer fragen, ob man den Baum weiter wachsen lässt, oder die Verzweigung 
beendet. 
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Trainingsdatenset für Restaurants – Entscheidung, ob man geht, oder im Restaurant bleibt. G/B 

 

Man hat also 9 Eigenschaften. Wie viele braucht man für eine sinnvolle Klassifizierung? 

 

Das ist ein Beispiel mit dem der Traiingsdatensatz komplett beschrieben werden kann. 

CART 

Classification And Regression Trees – Ist eine iterative Methode um Entscheidungsbäume zu 
erstellen/wachsen zu lassen. Dabei wird pro Knoten entweder der Knoten als Blatt deklariert und 
eine Klasse gewählt, oder eine Eigenschaft (ein Merkmal) gefunden, anhand welchem man weiter 
unterteilen kann. 

Dabei gibt es 6 grundlegende Fragen. 

1. Wie viele Verzweigungen sollen von einem Knoten ausgehen = wie viele 
Entscheidungsausgänge gibt es? 

2. Welches Kriterium soll man an welchem Knoten testen? = Reihenfolge der Entscheidungen. 
3. Wann soll ein Knoten in ein Blatt umgewandelt werden? 
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4. Wie kann man einen Baum verkleinern oder vereinfachen, wenn er zu groß geworden ist und 
nicht mehr gut generalisierbar? 

5. Welcher Klasse soll ein Blatt zugeordnet werden, wenn es nicht rein ist? = Nicht ganz klar ist, 
welcher Klasse man zuordnen soll. 

6. Wie geht man mit fehlenden Daten um? = Wenn man 5 Eigenschaften in den Knoten 
verwendet, aber nicht jedes Muster diese 5 Fragen/Eigenschaften beantwortet. Man fragt 
bspw. welche Fellfarbe ein Tier hat und bekommt eine Katze ohne Fell. 

1 - Verzweigungen 

Jede Entscheidung an einem Knoten wird als Verzweigung bezeichnet. Die Anzahl der Verzweigungen 
wird als Verteilungsfaktor genannt. Es kann auch wechselnde Verteilungsfaktoren geben. Der Faktor 
bezieht sich nur auf einen Knoten. 

Man kann jeden Baum in einen binären Entscheidungsbaum umbauen. 

 

Binäre EB sind einfacher zu trainieren und erstellen. 

2 - Kriterium 

In jedem Knoten gibt es ein Kriterium, das aus einer oder mehreren Eigenschaften besteht und aus 
einer Regel. Man muss sich immer überlegen, welche Kriterien man will und in welcher Reihenfolge, 
um den baum möglichst flach zu halten. 

Kriterien können verschiedene Formen annehmen: 
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Perfekte Kriterien führen zu Knoten, die rein sind. Das bedeutet, dass die resultierenden Teilmengen 
nur Mitglieder einer Klasse beinhalten, damit kann man dann also gleich Blätter machen. 

Unreinheit 

In der Praxis berechnet man nicht die Reinheit, sondern die Unreinheit eines Knotens. Die Unreinheit 
eines Knotens N ist i(N) und ist dann 0, wenn alle Muster(Daten) die in N ankommen in die gleiche 
Klasse fallen. i(N) ist hingegen am größten, wenn alle Klassen gleich häufig vorkommen. 

 

Man berechnet die Summe der Häufigkeit der Klasse mal den Logarithmusdualis der Häufigkeit der 
Klasse im Knoten und das setzt man dann mit einem – davor auf das Negative. Die Häufigkeit ist 
einfach die Anzahl einer Klasse dividiert durch die Gesamtmenge an Klassen. Genau in der Mitte 
hätte man die Häufigkeit 0.5 in der Grafik. Das wäre die höchste Unreinheit. 

Kriteriumsauswahl 

Wenn man in einem Knoten N ist, will man das Kriterium so wählen, dass die Unreinheit in den 
Kindknoten i(NL) und i (NR) (könnten auch mehr sein) möglichst klein wird. Die Änderung der 
Unreinheit muss also maximiert werden. Man hat ja bereits im Knoten N eine gewisse Unreinheit, 
sonst könnte man ja gar nicht mehr aufteilen. 
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Man nimmt also das i(N), die Unreinheit im aktuellen Knoten, zieht die Anzahl der Muster im linken 
Knoten mal die Unreinheit im linken Knoten ab und zieht dann die Anzahl der Muster im rechten 
Knoten mal die Unreinheit im  rechten Knoten ab. Damit bleibt die Änderung, also das Delta. 

 

Die zwei Zeilen sind zwei verschiedene Kriterien. Bei dem ersten hat man eine Änderung von -12.5, 
beim zweiten -6.5. Das zweite ist eine Verbesserung, da hier die Unreinheit weniger wird. Man 
maximiert also die Änderung. (Die Änderung ist ja negativ, daher ist 6.5 das Maximieren) 

Beispiel 

Man hat zwei Merkmale x1 und x2 und will in Klasse w1 und w2 unterteilen. Man hat 16 Muster mit 
GT Daten. Man sucht nach den Mustern, die möglichst schnell und fehlerfrei unterteilen. 

 

 

Zuerst brechnet man die Unreinheit ders Wurzelknotens: 
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Man hat das Merkmal x1 und hat auf dem Zahlenstrahl Ausprägungen, die blauen Striche. Diese 
Werte gibt es wirklich. Man kann also jetzt bei jedem orangen Strich eine Unterteilung machen. Beim 
ersten xs bspw. wäre das Kriterium größer/kleiner xs. 

Es gibt also insgesamt 30 Teilungspositionen. 

 

Man berechnet für jede Teilungspositionen die Änderung der Unreinheit. Die Teilungspositionen ist 
überall zwischen zwei Ausprägungen möglich, man nimmt aber meisten genau die Mitte. Man wählt 
dann das Kriterium, das die Änderung der Unreinheit maximiert. 

Geometrisch sieht die Trennung so aus: 

 

Damit hat man die erste Unterteilung. 
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Danach sieht es so aus: 

 

Also sind jetzt links fast nur noch blaue, aber doch noch ein paar orange. Die Kindknoten sind also 
nicht rein. Man muss demnach neue Kriterien für neue Verzweigungen bestimmen, bis man eine 
Unreinheit von 0 erreicht und dann kann man die Knoten in Blätter verwandeln. 

 

Grafisch sieht das so aus: 
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Man hatte zunächst den Strich bei 0.6 x1, dann hat man den rechten und linken Bereich geteilt. 
Zunächst in (bei links) x2 auf ungefähr 0.3 und (in rechts) bei ungefähr 0.6 x2. 

Stoppen des Trainings 

Wann soll ein Knoten in Blatt umgewandelt werden? Wann soll die Trennung der Knoten gestoppt 
werden? 

Unterschiedliche Verfahren haben unterschiedliche Antworten. Classification and Regression trees 
sagen jeweils, das sein Knoten ganz rein sein muss. 

Probleme bei Classification and Regression Trees ist, dass oft ein Overfitting passiert. Man darf aber 
auch nicht zu früh stoppen, weil dann vl. nicht genau genug eingeteilt wird. Außerdem sind 
Entscheidungsbäume sehr empfindlich auf kleine Änderungen in Entscheidungsdaten. 

Beispiel: 
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Das verändert den Baum gleich immens. Das ist der Datensatz von vorher, der Baum sieht aber jetzt 
so aus: 

 

Zusammengefasst generell, nicht Classification and Regression trees 

Man könnte: 

Ein unabhängiges Validierungsdatenset nehmen (das ist ein neues Testdatenset) – wenn der Fehler 
auf dieses Validierungsset klein genug ist, bricht man ab. 

Man könnte es aufgrund der Änderung der Unreinheit machen, also sagen, dass wenn die Änderung 
zu klein wird, also die Verbesserung nimma groß ist, man abbricht. 

Man kann auch nach Anzahl der Muster gehen. Wenn in einem Knoten die Anzahl der Muster unter 
einen Prozentwert der Trainingsdaten geht, kann man ihn zu einem Blatt machen. 

4 - Pruning 

Es besteht das Problem, dass man im Blatt entscheidet, ob man weiter spaltet oder nicht. Nicht aber 
den ganzen Baum im Blick hat. Das nennt man den Horizon Effect. Das will man verhindern. Eine 
Lösung dafür ist Pruning. Dieses Verfahren kann man auch auf Classification and Regression Trees 
anwenden. 

 

Man rechnet zuerst also aus und schaut dann auf alle Paare von Knoten, ob sie die Unreinheit sehr 
viel schlimmer würde, würde man sie entfernen. 

5 - Klassenzugehörigkeit 

Wenn jetzt nicht klar ist, welche Klasse etwas ist, nimmt man einfach die Klasse, die am häufigsten im 
Knoten vorkommt. D.h. die meisten Muster des Trainingsdatensatzes in dem Blatt waren dieser 
Klasse zugeordnet. 
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6 – Fehlende Daten 

Fehlen Daten beim Training, ist das oft menschliches Versagen, manchmal import export Probleme 
oder Probleme von Datenbanken. Man kann bspw. die unvollständigen Muster löschen, das geht 
aber nur mit großen Datensätzen, wo es wurscht ist. Man kann aber auch die Unreinheit und 
Änderung der Unreinheit einfach mit den vorhanden Werten berechnen. 

 

Möglichkeiten und Einschränkungen von Entscheidungsbäumen 

Man kann beliebige Entscheidungsgrenzen approximieren, wenn man einen Entscheidungsbaum 
groß genug macht. 

Wie gut ein Entscheidungsbaum als Klassifikator funktioniert steht und fällt damit, wie sinnvoll man 
Merkmale wählt. 

 

Hier sieht man sehr schlecht gewählte Grenzen. Man sieht nämlich, dass diese Treppen vollkommen 
unnötig sind. Viel eher könnte man hier eine gerade Linie durchlegen. 

 

Man kann hier einen PCA benutzen, um die wichtigste Achse zu finden und dann einfach damit einen 
einzigen Knoten machen. 
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Manchmal gibt es Trainingsdaten, die Entscheidungsgrenzen geben, die nicht achsenparallel liegen. 
Deswegen ist CART nicht geeignet, um dieses Problem zu lösen. Man müsste hier mit multivariaten 
Bäumen arbeiten – Das ist aber nicht Stoff. 

 

Evaluierung 

Man muss zunächst Daten aufteilen. Nämlich in Trainings- und Validierungsdaten und Testdaten. Oft 
sind die Testdaten ein Drittel, Training und Validierung zwei Drittel. 

Die Trainingsdaten benutzt man zum Lernen. Damit optimiert man die Parameter eines Klassifikators. 
Die Validierungsdaten werden zum Optimieren von Hyperparametern eines Algorithmus oder 
Modells. 

 

min_samples_split = Wie klein darf eine Untergruppe sein, dass man sie noch weiter aufteilt. Das 
davor ist einfach die Abbruchtiefe des Baums. 

Man trennt Validierung und Testdatenset, weil die Validierung benutzt wird um ein Modell zur 
Auswahl zu bestimmen. Da aber diese Daten eben dafür verwendet wurden, muss man dann andere 
Daten, nämlich die Testdaten, benutzen um die Fehlerrate des Systems zu testen. Würde man da die 
Validierungsdaten verwenden, wäre die Fehlerrate ja 0 oder nahe 0. Nachdem man da Modell am 
endgültigen Testdatensatz evaluiert hat, darf man es auch nicht mehr ändern. 

 

Man hat hier vier Modelle zur Auswahl. Man verwendet die Trainingsdaten um die Modelle zu 
optimieren. Dann benutzt man das Validierungsset um die Fehlerrate der Modelle zu ermitteln und 
gewisse Parameter finezutunen. Schließlich optimiert man das finale Modell indem man Trainings 
und Validierungsdaten zusammennimmt. Dann berechnet man den finalen Fehler mit dem Test set. 



Konstantin Lackner 05.02.2021 

Cross Validation 

Meist stehen für Design und Evaluierung eines ME-Systems zu wenig Daten zu Verfügung. Man sollte 
aber nicht die gesamten Daten für das Training benutzen, das führt zu Overfitting, hoher Varianz, 
Unterschätzung von Fehlerraten und natürlich auch zu einer 100% richtigen Klassifizierung der 
Trainingsdaten. – no na ned. 

 

Für CV gibt es verschiedene Methoden. 

die einfachste wäre: 

Hold Out 

Dabei legt man einfach eine Regel fest nach der man teilt und teilt die Daten so in Training und Test. 
Bspw. kann man sagen ein Drittel für Test, zwei Drittel für Training. 

Random Subsampling 

Ist eine mehrmalige Wiederholung der Hold Out Methode. Hier macht man eine zufällige Auswahl 
der Testdaten. Man nimmt nicht einfach das erste Drittel für den Test und den Rest für Training. Man 
macht sattdessen mehrere Experimente. Man teilt mehrfach random ein (in einem gewissen 
Verhältnis, bspw. eben 1/3 und 2/3) 

Dann trainiert man mit diesen Daten den Klassifikator und schaut, welche Aufteilung am besten 
fuktioniert. 

 

k-Fold Cross-Validation 

Ist eine Variante des Subsamplings. Es ist nicht mehr so zufällig. Man unterteilt den ganzen Datensatz 
in k gleichgroße Abschnitte. Dann wird ein Teil Testdaten und der Rest Trainingsdaten. Unterteilt 
man also das Datenset in 4 Teile, gibt es vier Möglichkeiten. Damit hat man dann wieder 4 
Experimente. usw. 
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Leave-one-out Cross-Validation 

Man macht k Unterteilungen und k ist so groß wie die Größe des Datensatzes. Es gibt also 1-n 
Experimente und der Testdatensatz besteht nur aus einem einzigen Element. Das nutzt also den 
möglichst größten Datensatz für das Training. 

 

 

Quantitaive Evaluierung 

Welche Kennzahlen kann man mithilfe der Testdaten berechnen? 

Hat man einen Klassifikator und zwei Klassen w1 und w2, und sagt alle die links von einer Trennlinie 
liegen sind w1, alle rechts sind w2. 

 

Man hat hier aber einen overlap. 
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Dunkelorange ist true positive, während dunkelblau true negatives sind. Das sind die die richtig als 
negativ/positiv klassifiziert werden. FN ist dann das, was fälschlicherweise als negativ klassifiziert 
wird, FP ist das Äquivalent auf der anderen Seite. 

Die area under the curve sagt uns was über die Qualität des Klassifikators. 

 

 

Ist die AUC klein, ist die Überlappung klein… 

Man kann die Confusion Matrix auch als Tabelle darstellen. 
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In einer Confusion Matrix kann man auch die Kennzahlen von mehr als zwei Klassen darstellen. 

 

Setosa hat 50 true positives. Versicolor wurde zweimal als Virginica klassifiziert… 

Precision 

Die Precision sagt, welcher Anteil der Muster, die als positiv/negativ klassifiziert wurden auch 
tatsächlich zur Klasse gehören. 
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Recall 

 

Also diesmal andersrum. 

Overall Accuracy 

Sagt welcher Anteil der Muster klassenübergreifend richtig klassifiziert wurde. 

 

Ist einfach die Summe der Confusion Matrizen. 
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4. Bayes Theorem 
Diskrete Zufallsvariablen 

Eine Zufallsvariable x ist diskret, wenn sie nur endlich viele Werte annehmen kann. Die 
Wahrscheinlichkeit für das Eintreten eines dieser Ereignisse ist durch die Wahrscheinlichkeitsfunktion 
p(i) gegeben. Außerdem sind alle Wahrscheinlichkeiten summiert 1 und jede größer als 0. 

Um Verteilungen zu beschreiben, braucht man Kenngrößen. Die relevanten Kenngrößen sind dabei: 

Mittelwert, 

Varianz – misst wie weit die Werte in einer Verteilung gespreaded sind. 
(https://simple.wikipedia.org/wiki/Variance) 

und Standardabweichung. – Ist die Quadratwurzel der Varianz, je kleiner sie ist, desto näher sind die 
meisten Werte am average. (https://simple.wikipedia.org/wiki/Standard_deviation) 

Man kann mit Stichproben (Trainingsdaten) Kenngrößen schätzen. 

Erwartung 

Die Erwartung E einer Funktion h(x) (x ist dabei eine Zufallsvariable) ist definiert als: 

 

Funktion mal Wahrscheinlichkeit der Zufallsvariable. Und das für alle Zufallswerte x aus X (= alle 
Zufallswerte) 

 

Mittelwert 

Der Mittelwert ist das Moment der ersten Ordnung. 

 

Erwartung von x ist Mittelwert von x. Man geht über alle Werte, die x annehmen kann und summiert 
x mal die Wahrscheinlichkeit für x. Oder man geht für alle 1 bis m und summiert die Werte die x 
annehmen kann mal der Wahrscheinlichkeitsfunktion für den Wert. 

https://simple.wikipedia.org/wiki/Variance
https://simple.wikipedia.org/wiki/Standard_deviation
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Beispiel Wurf zweier d6 

 

Die Erwartung ist 7, weil die Erwartung für das Ereignis 7 am größten ist (nämlich 6/36). 

Man kann den Mittelwert auch als Schwerpunkt interpretieren. 

 

Varianz 

Ist das zentrale Moment zweiter Ordnung. 

 

Man rechnet die Erwartung von (x – Mittelwert)^2 Im Endeffekt also wieder die Summe über alle x 
aus X wobei man eben diesmal nicht einfach x mal Wahrscheinlichkeit rechnet, sondern eben (x – 
Mittelwert)^2 mal die Wahrscheinlichkeit für x. 

Man kann aber auch einfach schreiben: 
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Standardabweichung 

 

Zeigt eben wie weit die Werte vom Mittelwert abweichen. 

Beispiel 

 

Man hat in der Mitte den Mittelwert, innerhalb von einmal die Standardabweichung nach links und 
rechts, findet man rund 70% der Werte. Bei zweimal bereits 95, bei dreimal dann schon 99.7% 

Würfelbeispiel 

 

Die Varianz ist einfach statt x jeweils (x – Mittelwert)^2 Die Varianz ist also 5.83 

Die Standardabweichung ist dann: 

 



Konstantin Lackner 05.02.2021 

Paare von diskreten Zufallsvariablen 

 

Rechts oben und links unten sieht man Randverteilungen. Man hat eine Wahrscheinlichkeit (rechts 
oben) für das Ereignis 1 und 2 bei Y und sieht dazu durch die Balkenlänge die Wahrscheinlichkeit. 

Neu ist dabei, dass man eine zweite Zufallsvariable hat. Man kann eine Verbundwahrscheinlichkeit 
berechnen. Wie wahrscheinlich ist es, dass X und Y gewisse Werte annehmen. Wie hoch ist bspw. die 
Wahrscheinlichkeit, dass Y=2 und X=4. Das ist links oben im oberen Bereich das vierte Rechteck. Die 
Wahrscheinlichkeit ist relativ klein, es fällt nur ein blauer Punkt rein. Die blauen Punkte sind die 
Stichproben/Trainingsdaten. 

Zuletzt sind noch Bedingte Wahrscheinlichkeiten interessant. Das ist rechts unten. Die 
Wahrscheinlichkeit für X unter der Bedingung, dass Y=1 bereits eingetreten ist. Das lässt sich für 
jedes Ereignis von X betrachten. Von 1 – 9. Man hat nur 7 Balken, die Bedingte Wahrscheinlichkeit 
bei Y=1 für X>7 ist nämlich null. 

 

Verbundwahrscheinlichkeit 

 

Auch joint probability. Ist, dass eben genau ein Wertepaar auftritt.  
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Beispiel Tierarzt 

 

 

 

Das sind bereits die Randverteilungen für Temperatur und Gewicht. 

 

Man sieht also hier, dass die Wslk dass y=1 und x=1 ist nur 0,08. 

Die Verbundwahrscheinlichkeit lässt sich aus den Stichproben(Trainingsdaten) bestimmen. 
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Die Randverteilung kann man damit auch berechnen. 

 

Man summiert hier alle Möglichkeiten, dass x=1, egal was y ist und erhält damit die Randverteilung 
von x=1. 

Unabhängigkeit 

Ist sozusagen das Umgekehrte von der Randverteilung. Hierbei geht man andersrum vor. Man hat die 
Randverteilungen und will sich die Verbundwahrscheinlichkeiten ausrechnen. Das geht aber nur, 
wenn die Wahrscheinlichkeiten unabhängig sind – bspw. der Wurf zweier Würfel. Dann kann man 
einfach die Randwahrscheinlichkeiten multiplizieren. 
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Bedingte Wahrscheinlichkeit 

 

Hier braucht man also die Verbundwahrscheinlichkeit von A,B und die Randverteilung von B (also die 
Wahrscheinlichkeit für B) 

x=vi heißt in dem Fall einfach bspw. x=1 

Beispiel – Temperatur ist bereits 1, was is die Wslk. dass x=1 

 

 

Die Bedingte Wahrscheinlichkeiten aufsummiert sind wieder 1. 
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Berechnung Vebundwahrscheinlichkeit 

Man kann die Vebundwahrscheinlichkeit auch mit der Bedingten Wahrscheinlichkeit berechnen. 

 

 

Sind die Wslk. unabhängig, dann kann man die beiden einfach multiplizieren. Da sie ja eh keinen 
Zusammenhang haben. 

 

  



Konstantin Lackner 05.02.2021 

Begrifflichkeiten 

 

 

Bayes Theorem Herleitung 

 

Man kann auf einen Zusammenhang zwischen den bedingten Wahrscheinlichkeiten schließen. 

 

Damit kann man die bedingte Wslk. berechnen ohne direkt mit der Verbundwslk. zu arbeiten. 
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In der Mustererkennung wird für die Ausprägung der Klasse oft wj geschrieben. Das heißt nichts 
anderes, als dass die Zufallsvariable u den Wert j annimmt. 

 

Bayes descision rule 

 

Man nimmt die Klasse, die die größte a psoteriori Wslk. hat. Bezieht sich einfach auf die Entscheidung 
für eine Klasse am Ende. 
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Wenn man über alle Klassen aufsummiert, also 1 bis c, dann kommt 1 raus für die a posteriori 
Wslktn. Dazu braucht man den Normalisierungsfaktor, der lässt sich berechnen, indem man den 
Zähler einfach über alle Klassen aufsummiert. 

Beispiel Tierarzt 

 

 

Klassifiziert man einfach nur mit dem prior und sagt einfach, dass alle Hunde sind, weil das 
wahrscheinlicher ist, so hat man 40% falsch. Man kann aber auch das Merkmal Gewicht 
berücksichtigen. 

 

Man macht zuerst Stichproben um zuerst zu sagen wie wsl. ist es, dass ein Tier mit Klasse 1 in 
Gewichtsstufe 1 ist. usw.. Das macht man mit einem Testset, das label hat. 

Man hat damit die Merkmalsverteilungen in beiden Klassen, also die bedingten Wslkten. 
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Damit hat man den Zähler des Bayes Theorem schon erledigt. 

Den Nenner bekommt man über die Formel von vorher: 

 

 

Zusammengesetzt haben wir dann: 
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Wir wollen also wissen – Was ist die bedingte Wslk., dass das Tier in Klasse 1 == Hund fällt, wenn es 
in Gewichtsstufe 1 fällt. 

 

Alle Ergebnisse: 
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Bedingte Fehlerwahrscheinlichkeit 

 

Fehlerrate 

 

 

 

Man entscheidet sich beim Bayes Theorem im Endeffekt für die Klasse, die die höchste a posteriori 
Wslk. hat. Weil aber für alle Klassen der Normalisierungsfaktor gleich ist, ist kann man den auch 
einfach ignorieren. 
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Darüber hinaus kann man aber auch, falls die a priori Wslkten gleich sind, diese weglassen. Sie 
verändern das Ergebnis dann ja auch nicht. 

 

 

In diesem Fall also gilt dann diese Formulierung. 

 

Stetige Zufallsvariablen 

Bisher haben wir nur diskrete Zufallsvariablen betrachtet. Sehr oft arbeitet man in der Realität aber 
mit stetigen Zufallsvariablen. 

Hund oder Katze hatten bspw. 4 Gewichtsstufen und 2 Temperaturstufen. Das ist aber nicht 
realistisch. 

Bei stetigen Zufallsvariablen sind die Variablen x Element von R. Stetig heißt, dass sie unendlich viele 
Werte annehmen können. Damit ist die Wslk., dass x einen bestimmten Wert annimmt auch gleich 0. 

Statt einer Wahrscheinlichkeitsfunktion benutzt man deswegen jetzt eine Dichtefunktion. 

 

Man berechnet nicht mehr die Wslk., dass x = vi sondern man berechnet die Wslk., dass x in Intervall 
[a, b] fällt. 
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Man summiert also die Wslkeiten auf jedem Punkt in diesem Intervall auf. 

 

Erwartung bei stetigen Zufallsvariablen 
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Bayes Theorem mit stetigen Merkmalen 

 

Das Ergebnis bleibt eine bedingte Wahrscheinlichkeit. 

 

Bayes Theorem in Worten: 
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Grafisches Beispiel: 

Likelihoods 

 

Man hat also für jede Klasse eine Kurve. 

Gewichtete Likelihoods = Likelihoods mal Priors 

 

Ergibt sich dadurch, dass man die Priors der Klassen, also hier 0,4 und 0,6 mal den Likelihoods von 
vorher rechnet. 
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Evidence 

Diese ergibt sich wenn man die gewichteten Likelihoods aufsummiert über die Klassen. 

 

Und zuletzt der Posterior 

 

An der Stelle 4 sind die Wslk. gleich groß, deswegen müssen sie genau beide 0.5 sein. Bei 2 is es 0.1 
zu 0.9. 

Zu Evidence, man kann auch hier weiter vereinfache, wie zuvor: 
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Die Entscheidungsregel nochmal grafisch: 

 

Klassifiziert man mit den gewichteten likelihoods: (Lässt man eben die Normalisierung weg) 

 

Und falls die Priors auch gleich sind, nur die likelihoods: 

 

Hier sieht man, dass die Normalverteilungen gleich hoch sind, weil die Wslk. eben gleich ist. 

Man kann auch mit dem Likelihoods-Verhältnis entscheiden. Dabei nimmt man statt dem 
vollständigen Bayes-Theorem nur die Likelihoods und berechnet wie folgt: 
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Trifft die unterste Formel zu, entscheidet man sich für Klasse 1. 

Fehlerwahrscheinlichkeit und Fehlerrate 

Ist auch im stetigen Fall immer noch eine Wahrscheinlichkeit. 

 

Es ist einfach immer der Posterior von der anderen Klasse. Die Fehlerrate ist dann einfach das 
Integral der Fehlerwslk. mal Dichtefunktion. 

 

Reject Option 

An manchen Positionen ist die Entscheidung durch Posterios nicht eindeutig und die decision rule 
bringt nix. Man kann dann einen Threshold einführen und wenn die größte Posterioswslk. kleiner 
gleich dem Threshold ist, ist man in der reject region und die Entscheidungen werden sozusagen 
zurückgewiesen und man muss neu entscheiden. 
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Parameterschätzung für Bayes-Theorem 

Wie kommt man zu den Parametern im Bayes Theorem? 

Wie geht sowas mit Trainingsdaten, wie kann man Likelihoods, priors und Normalisierungsfaktor 
berechnen? 

 

Bei stetigen Merkmalsverteilungen ist das Schätzen nicht so einfach. 

Man hat eine Grundgesamtheit an Daten, das sind alle Ausprägungen, die die Zufallsvariable 
annehmen kann. Die sind unendlich und nur schätzbar. Darin hat man aber eine Stichprobe, die 
tatsächlich gemessen ist. Die Parameterschätzung dann festzulegen ist das Training bzw. supervised 
learning. 

Mit Trainingsdaten aus N Stichproben, die c Klassen zugeordnet sind, kann man: 

Die Priors schätzen P(wj) 

die evidence schätzen p(x) 

und die class conditional pdfs schätzen p(x|wj) 

Ziel ist dabei natürlich, dass der Klassifikator neue Muster richtig klassifizieren kann. 

 

Schätzung der priors 
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Schätzung der Evidence 

 

Bei der Evidence summiert man ja den Zähler auf, das Problem ist aber, dass man den ersten Teil des 
Zählers nur schwer schätzen kann, dazu gibt es mehrere Methoden. 

 

Ein einfaches nicht-parametrisches Verfahren ist kNN. 

 

Man hat N Stichproben und will die class conditional pdfs. Man hat eine Zelle über einer Position auf 
x. In diesem Fall bei Vx. Dann lässt man die nach links und rechts so lange wachsen, bis k Punkte 
drinnen sind. Je länger das dauert, desto niedriger ist die Dichte. Man rechnet 1/Länge. 

Der Parameter k ist sehr relevant für das Ergebnis. Ist k zu klein, ist die Dichte zu stark von lokalen 
Unterschieden abhängig. Wenn k zu groß ist, gehen wichtige Infos evtl. verloren. 
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Dichteschätzung in nD 

kNN geht auch in 3D und mehr. Dazu muss man einfach die Form der Zellen verändern. Bspw. Kreise, 
Rechtecke usw. statt eben nur Linien. 

 

Schätzung mit Histogrammen (nicht-parametrisch) 

 

Man macht bins und deren Höhe hängt von der Anzahl der Stichproben in ihnen ab. Man normalisiert 
am Ende noch. (Mit der Gesamtanzahl der Stichproben N mal der Breite) 

 

Parametrische Verfahren 

Hier geht man davon aus, dass die Verteilung der Dichtefunktion einfach einer gewissen Funktion 
folgt. Bspw. normalverteilt ist. Man schätzt dann nur noch die Parameter dieser Verteilungsfunktion. 
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Man geht oft von Normalverteilung aus. Dabei muss man Standardabweichung, Mittelwert und 
Varianz schätzen. Wobei das eine ja nur die Wurzel des anderen ist. 

 

Man hat N Stichproben mit Klassenlabel und man hat 1 bis c Klassen und Nj von den Stichproben sind 
der Klasse wj zugeteilt. 

 

Mittelwert hier mit Dach, weil es nur der geschätzte ist. 

Man bildet also die Summe über alle x die in die Klasse wj fallen und normalisiert das mit dem Fakotr, 
des sagt, wie viele Stichproben in die Klasse fallen. 

Für die Varianz: 
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Falls nicht der echte Mittelwert bekannt ist: 

 

 

Beispiel Botanik 

50 Stichproben mit je 4 Merkmalen aus drei Arten von Schwertlilien. 

 

Für die Trainingsdaten nimmt man einfach mal nur ein Merkmal her. 

 

Man schätzt zuerst die Priors und geht einfach davon aus, dass alle Klassen 1/3 als Prior haben. 

Dann schätzt man Mittelwert und Standardabweichung für alle Klassen um damit dann die class 
conditional pdfs zu machen. 
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Zuletzt muss man die Evidence schätzen. 

 

 

Dann hat man alle Entscheidungsregeln und man kann die Bayes-Entscheidungsregel machen: 
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An den markierten Stellen sind zwei Klassen gleich wahrscheinlich. Im ersten Bereich nimmt man 
Klasse 1, im zweiten 2 und im dritten 3. 

Das war aber nur ein Beispiel. Wir haben hier nur ein Merkmal angeschaut. Normalerweise braucht 
man mehr Merkmale. 

Zusammengefasst nochmal 
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5. Bayes und Diskriminantenfunktionen 
Es ist unrealistisch, dass man nur mit einem Merkmal klassifiziert. 

Statistische Grundlagen: 

Erwartung in 2D 

 

 

Man kann natürlich für jeden Zufallswert einen Mittelwert berechnen. Die Varianz ist die 
Abweichung vom Mittelwert, dabei muss man natürlich auch zwischen x und y unterscheiden. 

Beispiel Würfel 
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Beim Würfelbeispiel sind die Zufallsvariablen voneinander unabhängig. Deswegen ist die 
Verbundwahrscheinlichkeit immer 1/36. Das ist aber nicht immer so. Manchmal sind die 
Zufallsvariablen eben schon voneinander abhängig. Dann berechnet man, wie stark sie von einander 
abhängig sind. Das nennt man die Kovarianz. 

 

Das ist die Erwartung von x-Mittelwertvon x mal y minus Mittelwert von y. 

Beim Würfelbeispiel wäre das 0. 

Man kann die Kovarianz auch schätzen. 1/N bei richtigen Mittelwerten, 1/(N-1) bei geschätzten 
(meistens eher so) Das ist sehr viel wichtiger bei kleinen Sets. 

Eigenschaften der Kovarianz 

Kovarianz 0 kann hei0en, dass x und y unabhängig voneinander sind oder, dass sie unkorreliert sind. 
Es bedeutet nicht, dass es keinen nicht-linearen Zusammenhang geben kann. 

Eine positive Kovarianz bedeutet, dass x und y sich gemeinsam vergrößern und verkleinern. 

Eine negative Kovarianz heißt, dass wenn x größer wird, y kleiner wird und umgekehrt. 

 

 

Bivariat -> Multivariat 

In der Praxis hat man meist einen ganzen Vektor an Merkmalen. Man kann für jeden einen 
Mittelwert errechnen und hat dann einen Mittelwertvektor. 
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Man hat dann sehr viele Kovarianzen, weil man ja viele verschiedene Zufallsvariablen hat. 

 

Die Diagonale sind die Varianzen, das ist wenn die indices gleich sind. 

Unten rechts bspw. sieht man den linearen Zusammenhang zwischen p und 1, also die Kovarianz aus 
p und 1. Die fettgeschriebenen x und Mu auf der Seite sind einfach der Vektor der Zufallsvariable und 
der Mittelwertvektor. 

Eigenschaften einer Kovarianzmatrix 

 

Aus einer Kovarianzmatrix kann man nicht-negative Eigenwerte berechnen, das gilt auch für die 
geschätzte Kovarianzmatrix. 
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Beispiel 

 

Bei der blauen Klasse hat man 4 Trainingsdaten, bei der orangenen 3. 

 

Für die Kovarianzmatrix braucht man einen Mittelwertvektor. 
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Man schaut sich also die Merkmale an, summiert diese und rechnet schließlich durch 4, weil es 4 
Testdaten sind. Die Kovarianzmatrix dann: 

 

 

Multivariate Normalverteilungen 

Eine Univariate Normalverteilung ist klar: 

 

Mit der Dichtefunktion p(x) gibt die Kurve die Verteilung an. 

Mit Multivariaten Normalverteilungen schaut das bissl anders aus: 
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Man hat statt der Varianz jetzt eine Kovarianzmatrix. Das verkompliziert die Dichtefunktion. Man hat 
beispielsweise im Nenner auf einmal die Determinante der Kovarianzmatrix. 

 

Determinante und Inverse nochmal 

 

Weil eben das Inverse 1/Determinante ist, kann man kein Inverses bilden, wenn die Determinante 0 
ist. Beim Inversen muss man wieder Platz zwischen a und d tauschen und bei c und b das Vorzeichen 
ändern. 

 

Bayes-Theorem für multivariate Normalverteilungen 

All das Folgende basiert auf der Annahme, dass man die Dichtefunktion jeder Klasse j mit einer 
multivariaten Normalverteilung beschreiben kann: 

 

Anhand des Beispiels mit den Blumen. 
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Man bestimmt mit den Schätzern Mittelwertvektor und Kovarianzmatrix. 

 

Also insgesamt 28. Um das zu verringern kann man einen naive Bayes-Klassifikator benutzen. Dabei 
sagt man einfach, dass es keine Korrelation zwischen den Merkmalen gibt. Dann wären alle 
Kovarianzen 0. Damit die ganze Matrix null, außer in der Diagonale. 

 

Außerdem nimmt man an, dass alle Klassen dieselbe Kovarianzmatrix haben. 
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Man kann aber sogar sagen, dass die Kovarianzmatrix diagonal ist, wie eben beim naive Bayes-
Klassifikator und dann hat man nur 12 Parameter. 

 

Weil man von einer Normalverteilung ausgeht, kann man dann entsprechend in die Formel 
einsetzen. 

 

Man macht also das bayes-Theorem, aber man nimmt als Dichtefunktion eben diese lange Formel. 
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Diskriminantenfunktionen 

Man kann einen Klassifikator als Gruppe von Diskriminantenfunktionen beschreiben. Man hat für 
jede Klasse eine Diskriminantenfunktion. Der Klassifkator weist dann den 
Testdatenpunkt/Merkmalsvektor x der Klasse wi zu wenn die Diskriminantenfunktion von dieser 
Klasse größer ist als jene einer anderen Klasse. man sucht also die größte Diskriminantenfunktion. 

 

Beim Bayes-Theorem ist die Diskriminantenfunktion einfach die Posteriorwahrscheinlichkeit der 
Klasse wi. 

 

Man hat hier drei Klassen, also drei Diskriminantenfunktionen. 

Entscheidungsregionen/grenzen 

Diskriminantenfunktionen unterteilen den Merkmalsraum in c Unterscheidungsregionen R1 bis Rc. 
Wenn gi(x) > gj(x) für alle j != j im dann liegt x in Ri, x wird dann der Klasse wi zugewiesen. 

Die Entscheidungsregionen sind durch Entscheidungsgrenzen getrennt. Die Entscheidungsgrenze 
zwischen Ri und Rj ist durch die Gleichung gi(x) = gj(x) gegeben. Sprich genau dort, wo sie ident sind, 
ist die Grenze. 
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Für zwei Klassen 

Im Fall von zwei Klassen braucht man nur eine Diskriminantenfuktion. Die Entscheidet sich für Klasse 
1 oder 2. 

 

g(x) ist definiert als g1(x) – g2(x) 

 

 

 

Beispiel 
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Man hat zwei Entscheidungsregionen, die sind aber nicht zusammenhängernd. 

 

Wahl der Diskriminantenfunktion 

 

Wenn man also alle gi(x) durch die Funktionswerte der Diskriminantenfunktionen ersetzt, ist das 
Ergebnis immer noch dasselbe. 

Man muss eine kluge Wahl treffen… 

 

Hier hat man Posteriors, weighted likelihoods und logarithmierte Posteriors. 

Beim Bayes-Theorem empfiehlt es sich logarithmierte Posteriors zu verwenden. 

 

Der Ausdruck da unten lässt sich vereinfachen… 

Man kann zunächst die letzten beiden Terme weglassen, weil sie keine Information beinhaltet, die 
für unterschiedliche Klassen unterschiedlich wäre. 
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Der Rest ist auch vereinfachbar: 

 

Manchmal kann man sogar die Priors weglassen und die Determinanten weglassen, wenn beide bei 
beiden Klassen gleich sind. Außerdem kann man dann das 1/2 vorne weglassen. 

 

Damit bleibt die Mahalanobisdistanz zum Quadrat mit einem Minus davor. 

Die Mahalanobisdistanz nochmal grafisch: 
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Für alle Punkte auf der roten Ellipse, alle Merkmalsvektoren auf der Ellipse liefert die Dichtefunktion 
denselben Wert. Allgemein nennt man sowas Hyperellipsoid. Der Mittelwert ist Mu. Mit dieser 
Distanz kann man klassifizieren. 

Man berechnet für die beiden Klassen die Distanz und ordnet x dann der Klasse zu, die die kleinste 
Mahalanobisdistanz verursacht. 

 

 

3 Fälle 

 

Wir gehen von komplexesten Fall zu einfachsten… 

Im allgemeinen Fall hat jede Klasse eine Kovarianzmatrix und die Entscheidungsgrenzen sind durch 
sogenannte Hyperquadrics gegeben. Das sind einfach komplizierte Formen bspw. Hyperebenen, 
Hyperkugeln... Dabei gilt, dass die korrespondierenden Entscheidungsregionen nicht 
zusammenhängend sein müssen. 
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Entscheidungsregionen sind dabei die durch die Linien getrennten Bereiche. In 3D kann es dann so 
aussehen: 

 

Es können aber natürlich auch viel mehr Klassen sein als zwei. 

 

Spezialfall 2 

Hier haben alle Klassen dieselbe Kovarianzmatrix. Die Form der Verteilungen ist durch 
Hyperellipsoide in R^p gegeben. Die Entscheidungsgrenzen sind linear, aber nicht normal zur 
Verbindungsstrecke zwischen den Klassenmitteln. 
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Die Entscheidungsregionen sind zusammenhängend. Die Ellipsen zeigen wo die Mittelwertvektoren 
liegen. Wenn man die verbinden würde, sieht man, dass die Verbindungsstrecke nicht normal auf die 
Entscheidungsgrenze ist. 

Wenn man auf die rechte schaut, sieht man, dass der Unterschied in den Priors liegt. Bei der rechten 
sind die Priors verschieden und die Entscheidungsgrenze verschiebt sich hin zur schwächeren Klasse. 

 

Spezialfall 1 

Alle Merkmale sind hier unabhängig und alle Merkmale haben dieselbe Varianz. 

 

Hier fehlt die Inverse der Kovarianzmatrix, aber die braucht man hier nicht, weil man das 1/sigma^2 
hat, das ist dabei im Grunde dasselbe. 

Wenn man das ausmultipliziert, kann man das weiter vereinfachen: 

 

Die Klassen unterscheiden sich nur noch in Mittelwertvektor und der Kern der Determinante kann 
auch wegfallen. 

Man kann den Spezialfall 1 auch anders anschreiben. 
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Man macht, um zu dieser Schreibweise zu kommen, nichts, außer, dass man den Faktor 
reinmultipliziert. Diese Schreibweise gilt für das Perceptron. Bei der Prüfung sollte man für Spezialfall 
1 der Diskriminantenfunktion das hier berechnen. 

Ein Beispiel für Spezialfall 1 

 

Diesmal ist die Verbindungsstrecke normal auf die Entscheidungsgrenze. Außerdem wird die 
Verbindungsstrecke genau halbiert. Das aber nur, wenn die Prior gleich sind. Wenn dem nicht so ist: 
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Beispiel 
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Das ist nur für Klasse A. 
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Ergebnis für B. 
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Das fette x ist der Merkmalsvektor. Den Prior kann man weglassen, weil die für beide Klassen gleich 
waren: 

 

Das was unten rauskommt ist nur mal der Term für die Mahalanobisdistanz. Die muss man dann erst 
wieder in den Term für die Diskriminantenfunktion einsetzen. Man hatte ja das -1/2 und das -
1/2ln(16) vorher noch. 
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Für die Klasse A erhält man also als Endfunktion das Kastl im Blauen Bereich. Für Klasse B bekommt 
man: 

 

Jetzt muss man die Entscheidungsgrenzen berechnen. Die liegen dort, wo die Entscheidungsgrenzen 
gleich liegen. Um also die Entscheidungsgrenzen zu berechnen, muss man die 
Diskriminantenfunktionen einfach gleichsetzen. 

 

Also schreibt man 0 = und dann gA(x) – gB(x) 

Für den allgemeinen Fall sieht das dann so aus: 

 

 

Beispiel Spezialfall 1 
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Man braucht keine Inverse oder Determinanten mehr, sondern nur den Mittelwertvektor. 

 

Das Ende lässt sich wieder wegstreichen, die Prior sind ja gleich. 

Für Klasse B geht das ebenso: 

 

Die Entscheidungsgrenze funktioniert wieder wie vorher: 
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Man sieht also, dass man einfach einen Threshold hat. Wenn man die Mittelwerte (3/3) und (9/3) 
anschaut, sieht man, dass die Strecke zwischen denen normal auf die Trennlinie ist. 
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6. Lineare Modelle 

 

WH 

Bei Spezialfall 1 der Diskriminantenfunktionen, hat man lineare Diskriminantenfunktionen. Die 
Entscheidungsgrenze ist linear. 

Beim Spezialfall 1 hatte man eine Kovarianzmatrix für alle Klassen und die Varianzen waren auch alle 
gleich, damit hatte man dann die Vereinfachung: 

 

Bisher hat man sich mit parametrischen Verfahren und nicht-parametrischen Verfahren befasst.  

 

Jetzt aber geht man davon aus, dass die Entscheidungsgrenze linear ist und fixiert wird. Damit ergibt 
sich wieder ein parametrisches Verfahren. 

 

Regression 

Mit Hilfe der Regressionsanalyse kann man nach einem Modell suchen, dass Zusammenhänge 
zwischen Daten erklärt. 
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Die Trianingsdaten liegen nicht genau auf der Kurve, sie beinhalten Störungen. 

Mit Hilfe von Polynomial Curve Fitting kann man das Modell finden. 

 

Man macht sich also ein Polynom und schätzt dann die Variablen so, dass man auf ein Modell 
kommt. Um dieses dann zu bewerten, braucht man eine Fehlerfunktion. 

 

Hier schaut man jetzt wie weit man von der Beobachtung abweicht. Die Beobachtung sind die 
Testdaten, die Schätzung eben … die Schätzung. 
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Mit der Sum-of-Square Fehlerfunktion ermittelt man einfach alle Distanzen summiert. 

Man passt das Modell an, indem man eine Kurvenanpassung entsprechend einer Minimierung der 
Fehlerfunktion macht. Dazu gibt es die Methode der kleinsten Quadrate = least Squares Estimation. 

Als Ergebnis bekommt man einen Koeffizienten w* und ein Polynom y(x,w*). Darin liegt auch das 
Problem. Woher weiß man, welchen Grad das Polynom haben soll? 

Wählt man ein Polynom nullten Grads, hat man einen Freiheitsgrad. 

 

Ein Polynom ersten Grades hingegen hat zwei Freiheitsgrade: 

 

Ein Polynom neunten Grades wäre aber zu viel: 
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Hier spricht man von zu starker Oszillation – Die Kurve reagiert zu stark auf die Testdaten. 

Hier wäre also ein Polynom dritten Grades am besten: 

 

Dabei handelt es sich jetzt in x nicht um ein lineares Modell. Aber man sucht eine Linearkombination 
mit dem Koeffizientenvektor w. Man hat eine Linearkombination. 

 

 

Klassifikation mit Hilfe der Regression 
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Hier sieht man zwei Modelle die mittels Regression bestimmt wurden. Man hat ein Polynom ersten 
Grades, das ist die grüne Linie. Damit kann man die beiden Klassen nicht fehlerfrei trennen. Mit dem 
komplexeren Modell kann man die Daten fehlerfrei rekonstruieren. Wie mit logistischer Regression 
die Kurve angepasst wird, ist nicht Teil der LVA. Man bekommt eine Kurve und verschiebt diese nach 
links und rechts und verändert die Steigung. (sehr einfach erklärt). 

Man kann logistische Regression mit mehr als einem Merkmal machen. mit drei Parametern bspw. 

 

Least Squares vs. logistische Regression 

 

Man sieht hier, dass, wenn man zusätzliche Datenpunkte hinzufügt, führt das bei der linearen 
Regression dazu, dass das Modell stark beeinflusst wird. Bei der logistischen Regression hingegen ist 
das weniger stark ein Problem. 
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Lineare Klassifikatoren und lineare Modelle 

Im Fall dass man zwei Klassen hat, spricht man von binären Diskriminantenfunktionen. Man braucht 
also nur eine Funktion. 

 

Man entscheidet sich eben für diejenige Klasse, die größer ist. Darunter steht nochmal wie man sich 
die Diskriminantenfunktion errechnet. Das ist eine binäre Diskriminantenfunktion für zwei Klassen. 

 

Die grüne Entscheidungsgrenze ist die lineare Diskriminantenfunktion. 

Bei einer binären Diskriminantenfunktion kann man den Absolutbetrag anschauen. Dieser kann 
Aussage über das Vertrauen in die geschätzte Klasse geben.  

 

Man hat eine Summer von 1 bis Dimension des Merkmalsvektors. Je größer nämlich der 
Absolutbetrag, desto sicherer. Hier ist das Theta der Bias/Schwellwert. Das ist aber im Grunde 
dasselbe wie vorher beim Spezialfall 1 das w0. Bei diesem Thema nennt man den Koeffizient 
Gewicht. 
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Geometrisch lässt sie sich interpretieren durch: 

 

Man hat das Skalarprodukt und das Theta. Die Diskriminantenfunktion ist eine in Rd d-1 
dimensionale Hyperebene. Sprich es ist immer eine Dimension weniger als der Merkmalsraum. 

 

Generell steht die Entscheidungsgrenze normal auf den Gewichstvektor. Der Abstand zum Ursprung 
ist dabei Theta durch die Vektorlänge. Wenn Theta 0 ist, geht die Grenze dann natürlich durch den 
Ursprung. 

Die Entscheidungsgrenze beschreibt man also durch den Gewichstvektor und die Distanz der 
Entscheidungsgrenze vom Ursprung. Wenn man ||w|| auf 1 vereinfacht, also den Vektor 
normalisiert, kann man sagen dass der Abstand == Theta ist. 
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damit kann man dann anhand vom Skalarprodukt auch sagen, dass bei allen Punkten rechts der 
Grenze das Skalar größer als Theta ist und links kleiner. 

Homogene Koordinaten 

Diese kann man verwenden um kompakter zu schreiben. Man kann den Bias in den Gewichtsvektor 
schreiben. Da steht dann einfach der Bias an erster Stelle des Vektors. Man muss dann natürlich auch 
die Merkmalsvektoren um einen 1er am Anfang erhöhen. 

 

 

Heißt man kann jetzt kürzer schreiben (das erste neben dem g(x)=) 

Man hat jetzt eine Dimension mehr und die Hyperebene geht jetzt durch den Urpsrung. 

 

Beispiel zu homogenen Koordinaten 

 

Ohne homogene Koordinaten sähe es so aus. 
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Mit homogenen Koordinaten hat man jetzt die Dimension erhöht. Alle Vektoren bekommen einen 
Einser dazu. 

 

Damit hat man anstatt eines Thresholdwerts wie vorher eine Gerade – also eine Dimension mehr. 

Man klassifiziert mit dem Skalarprodukt. Heißt, wenn das Skalarprodukt größer als 1 ist, fällt man in 
Region 1. Ist es genau 0 auch, bei kleiner 0 fällt man in Region 2. 

 

Anhand des vorigen Beispiels: 
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Perceptron 

Dieser Algorithmus legt lineare Entscheidungsgrenzen in Datensets. Diese wird immer wieder 
korrigiert, bis der Prozess iwann konvergiert und man eine gute Grenze gefunden hat. 

Das Perceptron ist ein Trainingsalgorithmus, mit dem man für binäre Klassifikationsprobleme (zwei 
Klassen) eine lineare Entscheidungsgrenze finden kann. Man sucht also eine Diskriminatenfunktion, 
für die gilt: 

 

Geschichte 

1957 von Frank Rosenblatt am Cornell Aeronatutical Laboratoy erfunden. 

Entspricht der linearen Diskriminatenfunktion wie besprochen. Allerdings hat man außenrum noch 
eine Signumfunktion. 

 

Das heißt nur, dass man 1 oder minus 1 bekommt, he nachdem, ob man >= 0 ist oder <0 
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Der Trainingsdatensatz schaut dann so aus, dass man Merkmalsvektoren x1 bis xn hat (homogene 
Koordinaten) und man hat einen Labelvektor y, da steht -1 oder 1 drinnen. 

 

Da sieht man, dass nur 11 1 ergeben darf. Das ist das „AND-Problem“. 

 

Lineare Separierbarkeit 

Heißt, dass es einen Gewichtsvektor gibt, sodass das Skalarprodukt mit dem Gewichstvektor 
eingegeben in die Signumfunktion für jeden Merkmalsvektor das richtige Klassenlabel asugibt. 

 

Grundidee 
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Man nimmt einmal einen random Gewichtsvektor her und schaut dann, ob alles richtig klassifiziert 
wurde. Wurde ein positiver Vektor falsch klassifiziert, so addiert man ein Vielfaches dieses Vektors 
zum Gewichtsvektor. Man bewegt damit die Hyperebene zum Gewichtsvektor. 

Falls ein negativer Trainingsvektor falsch klassifiziert wurde, muss man diesen vom Gewichtsvektor 
subtrahieren. Damit bewegt man den Gewichtsvektor weiter weg. 

Dieser Prozess wird iterativ so lange wiederholt, bist keine Fehler mehr auf dem Trainingsset 
passieren. 

 

Lernrate 

 

Die Lernrate ist einfach der Faktor mit dem man den fehlklassifizierten Punkt zum Gewichtsvektor 
addiert oder subtrahiert. 

 

Iterativer Prozess 

 

Da sich das Ergebnis auch verschlechtern kann, muss man warten, bis der Perceptron konvergiert. 
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Beispiel 

 

Man nimmt einen Gewichstvektor und schaut, wo es passt: 

 

der blaue Datenpunkt ist falsch. Man nimmt also ein Vielfaches vom Vektors des Punktes und 
subtrahiert dieses vom Gewichtsvektor. 
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Damit ergibt sich diese neue Entscheidungsgrenze. Hier hat man also einen neuen Fehler eingebaut. 
Also macht man das nochmal. 
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Mit der neuen Entscheidungsgrenzte passt jetzt alles und dadurch terminiert der Perceptron 
Algorithmus. 

Vereinfachung 

Man kann das Nachschauen, ob es sich um positive oder negative Klasse handelt verhindern. Man 
zieht also im Endeffekt das Label rein. Damit schaut man dann nur noch ob >0 rauskommt falls ja, ist 
der Punkt richtig, falls nein, ist er falsch. Ist er falsch, muss man nur noch y * xi * yi dazurechnen. Also 
die Lernrate mal den Vektor des Punktes mal das Label des Punktes. (das Label ist -1 oder 1) 

 

So sucht man dann einen Gewichtsvektor, der alle Werte in die positive Halbebene abbildet oder so. 

 

Eine Iteration über alle Vektoren heißt Epoche und das macht man eben bis alle richtig klassifiziert 
werden. 

Initialisierung des Gewichtsvektors 

Den ersten Gewichtsvektor muss man ja irgendwie raten. Um das zu tun, benutzt man oft einfach 
einen 0 Vektor. Das hat als Vorteil, dass im Endeffekt der resultierende Gewichtsvektor einfach die 
Summe aller Fehler ist. 
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Initialisierung der Lernrate 

 

Beim Perceptron ist die Lernrate mit 1 passend, weil es eh keinen Einfluss hat. 

 

Konvergenztheorem 

wann konvergiert jetzt der Perceptron? 

Genau dann, wenn es sich um einen linear separierbaren Trainingsdatensatz handelt. 

Wie viele Epochen man braucht, ist eine andere Frage. (und wird apparently nicht beantwortet) 

 

Die Anzahl der nötigen Iterationen kann damit auch sehr hoch werden. Man weiß auch erst nach der 
Konvergenz, ob das Problem linear separierbar ist. Außerdem gibt es mehr als eine Lösung für den 
Gewichtsvektor. Wie schnell der Algorithmus konvergiert, hängt von der Reihenfolge der 
Trainingsdaten ab und von der Initialisierung des Vektors. Es gibt auch unendlich viele lineare 
Entscheidungsgrenzen. Welche die Beste ist, ist fraglich. 

Eine die schnell gefunden wird? 
Eine die möglichst weit von den Daten entfernt ist? 
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Beispiel 

 

 

 

Man bricht wirklich einfach beim ersten Fehler ab und macht das Update. 

 

Man nimmt dann das neue Gewicht, aber schaut sich den nächsten Vektor an. 

Beim Dritten bekommt man wieder -1, also wieder ein Update. 
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Damit beginnt Epoche 2 

 

Da alle passen, terminiert der Algorithmus nach zwei Epochen. 

 

Lineare Modelle für mehrere Klassen 

Kann man einen Merkmalsraum in drei oder mehr Klassen unterteilen? 

 

Eine Methode ist one vs the rest. Also C1 und nicht-C1. Blöderweise bekommt man damit eine 
ambigiuous region, wo man nicht weiß, was passiert. Man kann auch drei Diskriminantenfunktionen 
machen. Aber auch da hat man in der Mitte den Problembereich. Mit vier Klasse hat man dasselbe 
Problem: 
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Die Lösung ist gleichzeitig nach k linearen Diskriminantenfunktionen zu suchen. Außerdem geht es 
mit Regression: 
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7. Gradient Decent, Neuronale Netze 
Perceptron – Findet für ein binären Klassifikationsproblem eine lineare Grenze, also eine 
Diskriminantenfunktion. 

Perceptron als Optimierung 

Da ist immer die Frage – Was sind die Kosten? Was suche ich? Wie suche ich? 

Beim Perceptron ist das Was der Gewichtsvektor w, der normal auf die Entscheidungsgrenze steht. 

Die Kosten ergeben sich dadurch, dass man sich den aktuellen Status von den Trainingsvektoren 
anschaut. Man ermittelt sich einen „Loss“. Dieser kann bspw. einfach die Summer der Fehler sein. 

 

Man sieht die Kostenfunktion, hier wird einfach berechnet, wie viele Vektoren mit dem aktuellen 
Gewichtsvektor falsch klassifiziert werden. Es sind zwei, darum kommt man auf 2 bei der L Funktion. 

Das Problem bei der Kostenfunktion ist, dass sie nicht differenzierbar ist. Weil das Gradient Decent 
Verfahren das bräuchte. 

Eine mögliche Cost Funktion die differenzierbar ist, wäre diese: 

Man iteriert über die falsch klassifizierten Punkte und ermittelt wieder den Loss. 
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Rechts sieht man eine Funktion, die zeigt, was die Kostenfunktion für jeden möglichen 
Gewichtsvektor ist. Man will den Bereich erreichen, wo keine Linien sind, das Blaue oben. Da wäre 
der Loss 0. 

Berechnung des Loss: 

 

 

Positive Halbebene ist dort, wo der Gewichtsvektor hinzeigt. 

Hat man false negatives, muss  man den Loss anders berechnen als wenn man false positives 
bekommt. Man hat bei flase Negatives ein Minus davor, weil der Loss in positiven Werten 
ausgedrückt wird, die Funktion aber einen negativen zurückliefert. Der Wert des Loss zeigt nämlich 
bei dieser Berechnung als Skalarprodukt wie weit der Punkt von der positiven Halbebene weg ist, das 
ist aber dann eine negative Zahl und die muss geflippt werden. y ist bei beiden das Klassenlabel. Im 
Endeffekt ist es aber gleich, weil man ja -1 und +1 hat für die negativen und positiven Werte. 
Zusammen kommt es dann auf dasselbe hinaus. 
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Damit sind zwei Fragen beantwortet – was wird optimiert? Gewichtsvektor. 
Was sind die Kosten? Werden mit Lossfunktion ermittelt. 

Jetzt fehlt noch – Wie bewegen wir uns jetzt sodass wir ein lokales oder vl. sogar globales Minimum 
bekommt? Sprich die Kosten minimieren und alles richtig einordnet. 

Die Antwort auf die Frage wie ist Gradient Decent. 

Gradient Decent 

Beispiel: Man ist auf einer Bergspitze, dort sind die Kosten sehr hoch. Man will sich in die Richtung 
bewegen, wo die Kosten sich verringern. Man sieht aber nicht sehr weit, weil überall Nebel ist. Man 
kann also nicht einfach ins Tal sehen und sofort sagen wo die geringsten Kosten sind und der Fehler 
null ist. Mathematisch heißt das, dass man nicht sofort springen kann, sondern updates machen 
muss und sich schrittweise antastet. Man nimmt also den Gewichtsvektor w und subtrahiert den 
Gradientenvektor. Wenn man den berechnet, zeigt der in Richtung des steilsten Anstiegs. Wenn man 
also subtrahiert, geht man in die gegengesetzte Richtung des steilsten Anstiegs. Außerdem gibt es ein 
Gamma, das ist einfach eine Lernrate, also wieder eine Variable, die die Schrittweite bestimmt. 

 

Berechnung des Gradienten 

Zuerst nochmal die Kostenberechnung 
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Man geht über alle falschklassifizierten Trainingpunkte und rechnet Ground Truth mal Skalarprodukt 
des Gewichtsvektors mal Trainingspunkt und all das mal -1. Das Ganze wird jetzt differenziert, partiell 
abgeleitet nach w0 und w1. (man hat ja hier zwei Dimensionen) 

Damit bekommt man dann den Ausdruck: 

 

Wen die Herleitung interessiert, der kann sich die Formel unten geben. 

 
Gradient Decent 

 

Am Anfang initialisiert man den Gewichtsvektor und die Lernrate. Dann macht man immer wieder 
Updates und das eben mit dem Gradienten der Kostenfunktion mal Lernrate mit dem negativen 
Vorzeichen um eben abwärts zu gehen. 

Es gibt noch die Stochastic Gradient Decent. Die braucht man, wenn die Berechnung des Gradienten 
sehr aufwändig ist. In diesem Fall braucht man die Stochastic Gradient Decent. Man iteriert einzeln 
über jeden Trainingsdatenpunkt und evaluiert für jeden, ob das Skalarprodukt von 
Trainingsdatenpunkt mal Klassenlabel <= 0 ist und wenn das so ist, braucht man ein Update. Das 
macht man für jeden Punkt, bist man alle richtig klassifiziert hat. Das ist in Wahrheit einfach ein 
Perceptron. Der Stochastic Gradient Decent ist meist schneller als der normale. 

 

Stochastic Gradient Decent SGD 

Beispiel: 
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Man bewegt sich im Parameterraum an die neue Stelle und hat kleinere Kosten als vorher. (Vorher 
jetzt nicht gezeigt). Der Abstand der falsch klassifizierten Punkten zur Trennebene ist der Fehler. Also 
muss wieder ein neuer Gradient berechnet werden. 

 

Die Kosten wurden wieder verringert, aber man braucht nochmal ein Update. 
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Jetzt hat man die Kosten von 0, aber der eine Trainingsdatenpunkt ist genau auf der 
Entscheidungsgrenze und das darf nicht sein. Deswegen konvergiert der Perceptron nicht. 

Man klassifiziert noch ein paar Mal falsch… 

 

Man hat da final einen Gewichtsvektor mit Kosten 0. Mit diesem Ergebnis kann man jetzt auf 
Testdaten die man noch nicht kennt klassifizieren. 

Zusammengefasst: 
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Die orangen Boxen sind die Trainingsdaten, sie sind normalisiert. 

Die zweite orangene Box sind die GT labels. 

Man hat mit Hilfe des Optimierungsverfahren den Gewichtsvektor berechnet. Bei der Multiplikation 
des transponierten Gewichtsvektors und der Matrix x erhält man für jeden Trainingsdatenpunkt das 
Ergebnis der Diskriminatenfunktion. Nämlich jeweils die g der Datenpunkte. Wirft man diese Werte 
in eine Signumfunktion, erhält man jeweils immer 1 oder -1. Man hat dann mit der Kostenfunktion 
links unten die Möglichkeit zu bewerten wie gut der Gewichtsvektor ist. Da steht mal gi, das ist 
einfach das Skalarprodukt des Gewichtsvektors mit dem Trainingsdatenpunkt. Daraus lässt sich ein 
Gradient berechnen sodass man zu einem lokalen Minimum kommt. Dafür braucht man die Formel 
ganz links unten. 

 

Logistische Regression 

Ist ein komplexerer Algorithmus und wir schauen wie da die Optimierung funktioniert. 

Wir betrachten es erneut als Optimierungsproblem. 
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Man hat zwei Variablen. w0 das ist die Verschiebung nach links und rechts und w1 ist die Steigung. 
Diese zwei Parameter werden also optimiert. 

Man macht auch hier wieder zwei Lossfunktionen. 

 

Das o ist dabei das o(x) in der Funktion. 

 

Hier hat man Loss gegen Output der Funktion (unten sollte o stehen) 

Wenn man sich für einen gewissen Trainingsdatenpunkt anschaut, der auf x 2 liegt und auf einer 
Ebene mit allen anderen Blauen, so wäre der richtige Wert für ihn 0. Man bekäme aber in der 
Funktion ungefähr 0.1. Das ist relativ knapp, daher ist der Loss nicht groß und der Punkt wäre in der 
Loss function sehr weit links in der blauen Kurve. 

Man kann auch hier wieder eine Formel machen, die für beide Loss functions stimmt, das ist die 
dritte Formel. Man hat nur die GT reingezogen. Die kombinierte Schreibweise bezeichnet man als 
binary cross entropy. Wenn man die Losses aufsummiert, hat man den Output der Kostenfunktion. 
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Zusammenfassung 

 

Selbes Beispiel wie beim Perceptron. 

o ist der Output. Der ergibt sich aus der Sigmoidfunktion mit Input a(x). a(x) ist die 
Aktivierungsfunktion, das ist das, was beim Perceptron die Diskriminantenfunktion war, das ist 
einfach der Gewichtsvektor transponiert mal Trainignsdatenmatrix. 

Man hat wieder homogenisierte Trainingsdaten und einen Gewichtsvektor (Aus dem 
Optimierungsverfahren das noch besprochen wird). Wenn man den Gewichtsvektor transponiert und 
mit dem Trainingsdatenset multipliziert, bekommt man das a(x). Diese Werte aus a(x) steckt man 
dann in die Sigmoidfunktion und damit bekommt man dann outputwerte o(x) für jeden 
Trainingsdatenpunkt. Die GT Daten sind hier 1 und 0 und nicht 1 und -1. Das liegt daran, dass man 
von target Wahrscheinlichkeiten spricht. 

Die Kostenfunktion ist dabei dann Die Summe über alle Trainingsdatenpunkte. (Diesmal über alle, 
nicht nur die missqualifizierten!) Man summiert da alle Losswerte auf, also nimmt man wieder das 
richtige label und rechnet das mal den ln(on) (on = Output der Sigmoidfunktion). Summiert man das 
alles wieder auf und macht es negativ, entspricht das den Kosten für den Status des aktuellen 
Gewichtsvektors. Das sagt dann aus, wie gut der Gewichtsvektor ist. Um sich jetzt zu einem besseren 
Gewichtsvektor zu bewegen, braucht man wieder einen Gradienten. Der ermittelt sich wieder aus: 

 

(Das bin cross is no von der vorigen Formel…) 

Man hat also die Summe über alle Trainingsdatenpunkte und rechnet dabei die Differenz zwischen 
On und yn mal Trainingsdatenpunkt selbst. Im Vergleich zum Perceptron hat man diesmal auch 
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dieses on dabei. Man kann sich dann wieder entgegen diesen Gradienten ins Tal runter bewegen, wo 
der Loss möglichst klein ist. 

 
Mulitclass Logistische Regression 

 

Man produziert für jeden Input einen Vektor als output, der einem die Wahrscheinlichkeit für alle 
Klassen aufschlüsselt. Heißt der Output ist gesamt jetzt eine Matrix. Man hat bei O= diesmal ein S. 
(Dazu später mehr). Man bekommt für jede Klasse einen Aktivierungswert für jeden 
Trainingsdatenpunkt. Die Outputs kann man dann interpretieren als Position in diesem Dreieck. Das 
ist ein ?probabalistic symplex? – Die S Funktion (Soft-max Funktion) ist der Ersatz für die 
Sigmoidfunktion und die mapt die Aktivierungswerte dann auf dieses Dreieck. Die Summe über alle 
Outputwahrscheinlichkeiten muss 1 ergeben und jede ist größer 0 und kleiner 1. 

 

Optimierung 

Für die Optimierung braucht man noch die GT. Die Kosten bekommt man mit: 

 

Man iteriert nicht nur über die Trainignsdaten, sondern auch über die Klassen. 

Der Gradient wird dann errechnet mit: 
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Neuronale Netze 

Dabei betrachtet man das Perceptron als Neuron. Mit folgendem Perceptron kann man ein UND 
lösen: 

 

Das Kastl is das Neuron, da werden die Infos die an den Synapsen liegen zuerst summiert mit jeweils 
Gewicht mal Merkmal, dann gesigmoided und das gibt dann einen Wert zurück der -1 oder 1 ist. 1 
hier nur wenn das insgesamt 1 ist. 

 

Z ist die Summe von Gewicht mal Merkmal. 

 

Ein Perceptron ist ein einstufiges Perceptron. Es kann nur linear separierbare Mengen fehlerfrei 
klassifizieren. 



Konstantin Lackner 05.02.2021 

Beispiel UND grafisch 

Wir wissen hier, dass es linear separierbar ist. 

 

XOR 

Mit einstufigem Perceptron nicht lösbar. 

 

Hier ist keine Grenze einzeichenbar, die linear ist und die Regionen trennt. Da kommen die 
neuronalen Netze ins Spiel. Denn das Perceptron ist: 
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Mit einem mehrschichtigen Perceptron bzw. neuronalen Netz geht das aber schon. 

 

X1 und X2 sind Merkmale. Dann hat man in den folgenden Knoten zwei Neuronen, das ist der hidden 
layer, und im output layer auch noch ein Neuron. Auf den Kanten die die Neuronen verbinden hat 
man Gewichte liegen. Da heißt man hat die Kanten/Synapsen von den Merkmalen zu den Neuronen 
und von den Neuronen dann zum Output auch wieder Synapsen/Kanten mit Gewichten. Der Bias 
zeigt, dass man für jedes Neuron im hidden oder output layer auch noch einen bias hat. Dieses 
Netzwerk schafft es eine nicht zusammenhängende Entscheidungsregion zu erschaffen wie da rechts 
zu sehen. 

Grafisch passiert Folgendes: 

 

NN können beliebige Entscheidungsgrenzen modellieren. Solang man keine Obergrneze für die 
Komplexität des Netzwerks festlegt. 
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Schichten 

 

Facts 

 

 

Die Eingabeeinheiten sind bspw. Trainingsvektoren. 

Die grünen Kreise sind verborgene Einheiten, die haben einen Aktivierungswert. 

Und die Ausgabeeinheiten haben eine Aktivierung. 
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Bei zwei Klassen hat man nur eine Ausgabeeinheit. Das wäre 0 oder 1. Bei mehr als zwei Klassen hat 
man so viele Ausgabeeinheiten wie es Klassen gibt. 

 

Die Eingabeeinheiten tun nichts außer Schicken. Die verborgenen Einheiten und Ausgabeeinheiten 
sind die Neuronen und die arbeiten ähnlich wie Perceptrons. Man hat allerdings andere 
Aktivierungsfunktionen, keine Sigmoidfunktionen, sondern differenzierbare. 

Aktivierungsfunktionen 

 

Synapsen und Gewichte 

Jede Einheit in einer Schicht ist mit allen Einheiten in den Folgeschichten verbunden. Auf jeder dieser 
Kanten liegt ein Gewicht das trainiert werden muss. Die Indizes funktionieren so, dass das Gewicht 
wji das Gewicht von Einheit i nach Einheit j ist. Es ist also iwie umgedreht. 
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Bias 

Der Bias wird entweder explizit als Bias bezeichnet, oder aber wird zu w0 im Gewichtsvektor. Der 
Bias ist dennoch wichtig. 

 

Manchmal gibt es eine zusätzliche Einheit da oben bei der der w0 steht. 

Ausgabe berechnen 

Wir gehen jetzt davon aus, dass wir die Gewichtsvektoren schon kennen, die Optimierung also schon 
abgeschlossen ist. 
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Man beginnt mit den Einheiten in der verborgenen Schicht. (eigl beim input, aber der gibt nur weiter) 
Dazu muss man sich zuerst die Aktivierungswerte in den Einheiten der verborgenen Schicht 
anschauen. Man geht über alle Elemente des Inputvektors drüber und multipliziert das Gewicht mal 
Element des Inputvektors und summiert all das. Rechts ist die Schreibweise wo der Bias separat 
draußen steht. Diese Formel steht dann in bspw. einem Sigmoid drinnen. Der Aktivierungswert von 
v1 ist unten an einem Beispiel gezeigt. Man nimmt w11, also von der ersten Inputeinheit zur ersten 
hidden Einheit: 

 

Plus w12, das ist: 

 

usw… 

minus Bias. 

Dann folgt die Ausgabeschicht 

 

Man summiert wieder über alle Elemente und rechnet dabei jeweils Gewicht mal Wert von vj. Das g 
ist die Aktivierungsfunktion, bspw. eben die Sigmoidfunktion. Der Boas hat 2k dabeistehen, das ist 
der Bias des zweiten layers des Netzwerks. k und j(vorige Folie) stehen für die Layer. 

Eine Formel um direkt den Output zu berechnen sieht so aus: 
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Interpretation 

 

 

Beispiel 

 



Konstantin Lackner 05.02.2021 

 

Das Netzwerk wurde bereits trainiert. Hier die Gewichte. Der Bias O12 ist für die zweite Einheit im 
zweiten Layer. 

 

Man bekommt als Aktivierungseinheit für v1 0.6457. 
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Bei der Berechnung ist die Reihenfolge bissl vertauscht, da ist zuerst der Aktivierungswert und dann 
das Gewicht. 

Bei einer Outputeinheit handelt es sich ja um ein Zweiklassenproblem. 

 

 

Beispiel Zahlen erkennen 
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Für 28x28 Pixel hat man schon 784 Eingabewerte. Das wäre ein riesiger Merkmalsvektor. 

 

Das erste Neuron feuert, wenn diese Kombi von Grauwerten vorkommt … und immer so weiter. 
Wenn die vier in Kombi feuern, dann kommt ein Nuller raus. 

 

Zwei Terme 
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Training NN 

 

Beispiel Back propagation Algorythmus. 
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Forward pass: 

 

Fehlerbestimmung: 
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Backwardpass: 

 

 

 

Fragen die man sich stellen muss: 
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Man beginnt ganz hinten. Aus Differenz zwischen Targetwert 1 und Outputwert 1 kann man sich das 
Delta 1 errechnen. Das wird dann zum Anpassen verwendet. Durch das Deltak mal die 
Aktivierungseinheit der Einheit in der verborgenen Schicht, kann für jede Synapse ein neues Gewicht 
errechnet werden. W23 bspw. errechnet sich aus Delta2 mal Aktivierungswert von v3. 

Im hidden layer muss man auch wieder ein Delta berechnen. Das ist die Summe aller 
Outputeinheiten und man multipliziert die Deltas mal den Gewichten der Synapsen. Das neue 
Gewicht für die Synapsen zum Input bekommt man jetzt mit dem Delta mal der Aktivierungswerte 
der Inputeinheiten. 

 

Wenn man die Aktivierungsfunktionen auch noch dazunimmt, muss man noch das g1(aj) berechnen 
bspw. Das ergibt sich aus der Sigmoidfunktion von aj, aj ist dabei einfach das Skalarprodukt von 
Gewichtsvektor und Inputvektor. Es werden also jetzt einfach die Aktivierungsfunktionen 
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dazugehaut. Dabei sieht man, dass man die erste Ableitung der Sigmoidfunktion an der Stelle bk oder 
wo auch immer nimmt. 

 

 

Problem… 
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Random „fun“ facts 
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Oft bricht man vorher ab, wenn der Fehler klein genug ist. Einfluss der Lernrate: 

 



Konstantin Lackner 05.02.2021 

Vorteile: 

 

Nachteile: 
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8. Markov Modelle 
Markov Modelle ermöglichen die Klassifikation von Mustern di aus einer Sequenz von „Sub-Mustern“ 
bestehen. Es geht also um Muster die sich zeitlich verändern. 

 

 

Mit Markovmodellen lassen sich Prognosen machen. Man sieht sich eine Entwicklung an und 
versucht neue States abzuschätzen. Markovmodelle schätzen allerdings nur anhand von naher 
Vergangenheit und beziehen nicht alle States an. 

Grundlagen  

 

Wir machen hier ein sehr vereinfachtes Beispiel. 
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Weil das natürlich extrem viele Fälle sind, muss man eine Form der Approximation anwenden. Hier 
kommt die Markov Annahme ins Spiel. 

 

Man schaut sich also nur ein paar Tage an. 

In unserem Beispiel haben wir eine Markov Annahme erster Ordnung, wir schauen also nur das 
Wetter von heute an um das für morgen zu schätzen. 

 

Man sieht, dass es 9 mögliche Fälle gibt. Heute sonnig auf morgen sonnig bspw. is 0.8 
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Man kann das als Automat darstellen. 

Man man dann so einen Automaten oder ein Übergangmodell, weil man ein Training gemacht hat, 
kann man mit dem Modell Schätzungen machen. 

 

 

Das ist einfach das Multiplizieren bedingter Wahrscheinlichkeiten. Man kann das auch als Trellis-
Diagramm darstellen. 
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Hier sieht man auch die Start Wahrscheinlichkeit. Die ist in unserem Beispiel immer 1.0. Man kann 
auch etwas komplexere Fragen stellen: 
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Man nimmt alle Wege her und addiert diese auf. 

 

Hidden Markov Models 

Bei einem HMM kann man nicht direkt den Status einsehen, sondern hat nur hints. Beim Beispiel 
Wetter bspw. ist die Information dann nicht direkt das Wetter, sondern bspw. die An- oder 
Abwesenheit eines Schirms. 

 

 

Wo man beim Markovmodell noch ein Produkt der Wslkten gebildet hat, muss man beim HMM ein 
Bayes-Theorem machen. Rechts oben im Zähler Prior einer Wettersequenz.  
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Links oben die bedingte Wslkt. für eine Schirmsequenz unter einer Wetter Sequenz - Dabei schätzt 
man einfach aus dem Produkt der bedingten Wslktn. das ist die Tabelle von vorher. 

Unter dem Bruchstrich der Prior für eine Schirmsequenz. 

Beispiel: 

 

Also Bedingte Wslkt. dass es am zweiten Tag regnet, wenn es am ersten sonnig war und am zweiten 
ein Schirm da war. 

 

Links oben also Die Wslkt., dass es Regnet, wenn ein Schirm da ist. Das ist aus der Tabelle oben 0.8. 

Rechts oben kommt dann die Wslkt. dass auf Sonnig Regen folgt. 

Unten einfach der Prior 0.5. 

Als Diagramm: 
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Weiteres Beispiel: 

 

Da gibt es wieder mehrere Möglichkeiten.  

 

Man muss also die Wslktn wieder aufaddieren. 

 

Endergebnis ist 0.119 

 

Das Diagramm dazu: 
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Training von HMM 

Hier geht es jetzt darum die Werte in der Übergangsmatrix zu berechnen. 

 

Beim Training weiß man wie viele States es gibt. Außerdem weiß man die Anzahl der möglichen 
Beobachtungen, also bspw. beim Schirm Ture/False. Und man kennt die Länge der 
Beobachtungssequenz, also beim Beispiel vorher die Tage. 
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A ist die Matrix von vorher. Man hat Elemente aij und die sagen einem wie wsl der Übergang von 
einem Sate zum andern ist. 

 

B ist die Wslk. die Beobachtung k zum Zeitpunkt t zu machen. Ot ist die Beobachtung zu Zeit t. Also 
bspw. Regenschirm sehen bei Regen. 

 

Das ist diese Wslkt. die bisher immer 1 war. Also wie wsl. ist es, dass es am Anfang sonnig ist bspw..  

Beispiel: 
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Man hat Binärmuster. Wenn 0 weiß ist und 1 schwarz, ergibt das ca. Zahlen. Jede Zeile in diesem 3x3 
Ding entspricht einem Muster. Bei der zweiten Zahl geht man von state2 zu state1 dann nochmal zu 
state1. 

 

Man hat hier 4x3 Muster für die Zahl 1. 
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Man führt dann ein Clustering durch, um diese States mit Noise states zuzuordenen, die tatsächlich 
möglich sind. 

 

Die Klassen sind 1 und 7, man hat 12 Trainingsmuster für die Klassen. Jedes Trainingsmuster besteht 
aus 3 Beobachtungen. Eine Beobachtung ist dabei eine Zeile. Heißt es gibt 36 Beobachtungen für jeds 
Trainingsset. 

Man wählt dann je Cluster einen Repräsentanten. Man ordnet dann 1 oder zwei alle 36 
Beobachtungen zu. 

 

Man benutzt also Hemmingdistanzen. 
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Hier nochmal alle 36 Beobachtungen mit den entsprechenden Clustern. 

Jetzt sucht man die Parameter des HMM. Als erstes die Anfangsstatewslkt. 

 

Man schaut sich dabei die erste Zeile an und schaut wie oft diese einem state zugewiesen wird und 
dividiert das durch die Gesamtzahl der Muster. 

dann errechnet man die Übergangswahrscheinlichkeiten. 
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Man schaut also die Anzahl der Fälle Zeile pro Zeile an und schaut wie oft man von 1 zu 1 wechselt, 
von 1 zu 2, von 2 zu 2 und von 2 zu 1. 

 

Dabei dividiert man dann durch die Anzahl der Fälle insgesamt, in denen man bei dem Fall beginnt. 
Sprich wie hier abgebildet alle wo man bei 1 beginnt fallen da rein. Man dividiert also die Fälle wo 
man bei 1 bleibt durch die, wo man bei 1 beginnt. 

Beobachtungswslkt. – Wie wahrscheinlich ist es eine Beobachtung für einen State zu machen. 

 

 

Ergebnis des Trainings: 
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Klassifikation 

Man hat ein Muster, das aus einer Sequenz aus Beobachtungen besteht. Man kann dann eine 
bedingte Wahrscheinlichkeit für ein Muster unter einem HMM berechnen. 

 

Beispiel: 

 

Man bekommt ein Muster m. Man berechnet die bedingte Wslk. für jedes HMM für jedes Muster. 
Die Anfangsstatewslk. 5/6 entsteht weil man sich die Hemmingdistanz der ersten Zeile zu den beiden 
States anschaut. Für die zweite Möglichkeit ist schon die Anfangsstatewslk. 0, weil man im Training 
die Beobachtung 001 für 7 nie vorgekommen ist. Deswegen ist die Anfangsstatewslk. 0. 

Beispiel 2: 
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Man sieht hier, dass das letzte Muster eigl. State 2 zugeordnet ist. Deswegen hat man einmal eine 
nadere Übergangswslkt. drinnen. 

 

Beispiel 3: 
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Hier sieht man nochmal gut, dass die Beobachtungswslkt. klassenunabhängig sind. es ist immer ½, ¾ 
und ¾ . 

 

Anwendungsbsp. 

Spracherkennung: 

 

 

 

Im Acoustic Model steckt das HMM. 
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Clustering 

 

Die Idee hinter Clustering anhand eines Beispiels: 

 

Mit dem Merkmal Fortpflanzung ergeben sich zwei Klassen. 
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Die Gruppen die entstehen sind unterschiedlich. Bei Kombination: 

 

Hier hat man vier Klassen/Cluster. 

Einsatzgebiet unsupervised learning 

Big Data 

 

Klassifikator update 
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Das braucht man wenn sich Merkmale verändern. Mittels Clustering könnte man den Klassifikator 
automatisch anpassen. 
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Definition 

 

 

Alternativ gibt es fuzzy clustering 
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Hier gehören Vektoren zu mehreren clustern und die Mitgliedsfunktionen zeigen wie sehr ein Vektor 
zu einem cluster gehört. 

 

Entwicklung 
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Distanzmaße 
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Unähnlichkeitsmaß 

 

Die Summe läuft über alle Elemente der Vektoren. Man rechnet sich immer die Distanz von Element i 
in Vektor 1 minus Element i in Vektor 2 aus. Man rechnet den Absolutbetrag hoch p, p ist dabei die 
Anzahl der Vektoren (glaube ich). Dann rechnet man das mal einem Gewichtskoeffizienten. Diese 
Summe wird dann noch hoch 1/p gerechnet. 

Die euklidische Distanz nennt man l2 Metrik. 

 

Ähnlichkeitsmaße 

 

 

Distanz zwischen Vektor und Teilmenge 
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Eine Teilmenge ist bspw. ein Cluster wo bereits Vektoren drinnen sind. Die Distanz zwischen Vektor 
und Teilmenge braucht man dann um zu entscheiden, ob man den Vektor auch in die Teilmenge gibt. 

Man rechnet dabei die Unähnlichkeit zwischen allen Vektoren in der Teilmenge und dem Vektor. holt 
sich die minimale Unähnlichkeit und dann auch die maximale Ähnlichkeit. Die durchschnittliche 
Unähnlichkeit oder Ähnlichkeit dividiert man dann einfach alle summierten 
Unähnlichkeiten/Ähnlichkeiten zusammen und dividiert durch die Anzahl. 

 

Clustertypen 
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Manchmal kann man sich die Distanz zwischen Vektor und einer Repräsentation eines Clusters 
berechnen. Bei dem Mittelpunkt bspw. eine Euklidische Distanz. Bei der hyperebene oder 
Hypersphäre einfach den Normalabstand, also eine Normale legen und dann den Abstand 
berechnen. 

 

Distanz zwischen zwei Clustern 

 

Man kann sich einfach alle Vektoren in beiden anschauen und zwischen allen Zweierpaaren 
vergleichen und minimale Unähnlichkeit bzw. maximale Ähnlichkeit suchen. Man kann dann auch 
wieder eine durchschnittliche bilden. 

 

Partitionierungsverfahren 

Dabei gibt es eine fix vorgegebene Anzahl an Clustern, die Partitionierung versucht die Punkte 
innerhalb homogen zu machen und die Punkte unterschiedlicher Cluster möglichst heterogen. 
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k-Means 
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Es gib andere Versionen 
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Anwendung: 

 

 

Hierarchische Verfahren 

Machen nicht nur Cluster sondern auch hierarchische Strukturen dazu. 

 

Hier sieht man welche Klassen wir miteinander verbunden wurden. 
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Agglomerative Verfahren 

 

Man hat für jeden Vektor einen Cluster und lässt es so lange laufen, bis alle zusammengefasst zu 
einer Gruppe sind. Dabei werden die drei Kriterien eingesetzt. Das erste sucht den kleinsten Abstand 
und entscheidet daran, das zweite sucht den größten und das dritte das average. 

Funktion: 

 

Am Anfang hat man alle Vektoren als eigene Cluster. 

 

Man macht die erste Zusammenfassung. Aus allen möglichen Clusterpaaren sucht man diejenigen 
raus, sodass das Gruppierungskriterium (z.B. minimale Ungleichheit) erfüllt ist. 
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Man macht dann eine neue Ebene für die Hierarchie. R1. Hier gibt es jetzt einen Cluster weniger, es 
wurden ja zwei vereint. 

 

Bei RN-1 stoppt man dann, weil alle im selben Cluster liegen. 

 

Beispiel Single Linkage 

 

Man sucht hier die minimale Ungleichheit oder maximale Gleichheit. 
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Im ersten Schritt sucht man die beiden Vektoren, die den kleinsten Abstand haben. 

 

Man verbindet die beiden dann zu einem cluster. Die nächsten beiden sind x4 und x5, die liegen nur 
1.1 auseinander. 
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Am Ende zieht man die noch zusammen. 

Man will aber natürlich nicht alle wirklich wieder zamführen. Was man aber tun kann ist, dass man 
einen Threshold einführt, wie weit auseinander die cluster sein dürfen, damit man sie 
zusammenführt. Setzt man die Grenze bei 4: 

 

Wenn man den Threshold bei 1.5 setzt, hat man 3 cluster. 
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Dvisive Verfahren 

 

 

In der VO anscheinend nicht weiter relevant. 

 

Anmerkungen zu hierarchischen Verfahren: 

 

 

Graph basierte Verfahren 

 

Eine Möglichkeit sind MSTs 
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Das macht natürlich so gesehen Sinn, weil man damit ja immer die kürzesten Wege bekommt. Am 
Anfang hat man einen vollständigen Graphen und damit sehr viele Möglichkeiten einen Spanning 
Tree zu generieren. Dafür braucht es einen Algortihmus. 

 

Damit hat man jetzt einen Graphen, den man zu einem MST machen will, dazu braucht man dann 
den Kruskal. 

 

 

Hier ein Beispiel ohne minimal spanning tree, ändert nix am Algorithmus, is nur schneller. 



Konstantin Lackner 05.02.2021 

 

 

 

 

 

Inkonsistente Kanten bei MSTs 

 

Beispiel: 
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Hier muss eine inkonsistente Kante aus dem MST entfernt werden. 

Man berechnet den Mittelwert, damit bekommt man 2.3, die Standardabweichung ist damit 0.95. 

Damit wird eben die Kante mit 17 entfernt, weil sie zu groß ist. 


